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Bevezetés

A beszédfelismerési problémaban egy adott bemondashoz kell meghatarozni a helyes szét vagy szé-
sorozatot. Az erre szolgald rendszerek és médszerek fejlesztése sordn az alkalmazott megkozelitésektol,
modellektdl fuggetlenil mindig ugyelni kellett két nagyon fontos tényezdre: a pontossagra és a se-
bességre. Egy beszédfelismero rendszer pontossaga nyilvan |étfontossagd, elvégre a beszédfelismerés
lényege a bemondas pontos atiratanak meghatarozasa. Viszont a sebességet is kiemelten kell kezelni,
mert ezt az atiratot valds idoben szeretnénk megkapni; emellett persze az erdforrdsok pocsékolasat is
el kell kertlni, igy a sebesség fontos tényezé még a valds idejil felismerés elérése utan is.

A sebesség és a pontossag fontossdga miatt ezt a dolgozatot ezen két fogalom koré szerveztem;
a dolgozat és az eredmények is erre a két részre lettek bontva. Az els6 részben a beszédfelismerési
folyamat, elsdsorban a keresési eljaras felgyorsitasara koncentralunk (mivel a keresés viszi el a futdsi
id6 nagy részét). A keresési eljardsban rengeteg potencidlis szésorozatot (és azok prefixeit, a hi-
potéziseket) illesztiink a bemondasra. A keresés felgyorsitasanak egyik éltalanos médja a keresési
mddszer dltal megvizsgdlt hipotézisek szdmanak csokkentése. E célbdl a multi-stack decoding keresési
eljaras [1] miikodésére javasoltunk médositasokat, melyek az egyes ponton tarolt hipotézisek szamat
hatdrozzak meg adaptivan (az eredeti konstans helyett).

A keresési eljaras gyorsitdsara egy masik lehetGség a lehetséges hipotézisek szamanak csokkentése
tovabbi kritériumok feldllitasaval; igy keresés kozben kevesebb lehetdséget kell figyelembe venni. Erre
két technikat vezettink be: az elsé egy tobblépéses keresési mddszer [27], melyben tobb keresési
lépést végziink. A 1épések egyre alaposabb vizsgalatokat végeznek, de mindig csak az €l6z6 1épések
altal valésziniibbnek talalt hipotéziseket vizsgaljak, igy a kevéssé valdszinli lehetoségeket gyorsan ki
lehet zarni. Az ebben a dolgozatban bemutatott tobblépéses keresési eljaras a fonémaosztélyozé hibai
alapjan létrehozott fonémacsoportokra épul. A keresés felgyorsitisdnak masik médja a lehetséges
fonémahatarok korlatozdsa volt (szegmentdlds), amire harom j mddszer lett bevezetve.

A dolgozat masodik részében olyan teruletekkel foglalkozunk, amelyekkel javithaté a beszédfel-
ismerés pontossaga. Az elsé teriilet a valdsziniiségaggregacid folyamatanak alapos vizsgélata, amely
két szinten folyik: szegmensekre szamolt fonémavaldsziniiségek kiszamitdsa és ezekbdl a szegmens-
szintll értékekbol egész hipotézisek valdszintiségének meghatdrozasa. Az itt hasznalt eljarasok altalaban
a fuggetlenségi hipotézisbdl levezetve, szorzast alkalmaznak; egy jobban illeszkedé modellt keresve
szamos hasonlé operdtort prébaltunk ki, és egy gyakorlati felhasznalasra koncentralé ) modszert is
bemutatunk a fuzzy haromszégnormak modellezésére. A pontossag javitdsdra iranyulé masik vizsgélt
probléma az antifonéma-modellezés terllete: a beszédfelismerés bizonyos megkozelitései soran fon-
tos megkulonboztetni a tényleges fonémadkat a bemondasokban eléforduld egyéb hangdaraboktdl (pl.
tobb egymds utdni fonéma, fonémarészletek). Erre szdmos mdd kindlkozik; a standard eljarasok mel-
lett alkalmaztam a feladatra egy altalanos ellenpélda-generdld eljarast is. Az alkalmazasdhoz szamos
mddositas bevezetésére is sziikség volt, véglil azonban ez a mddszer vezetett a legjobb eredményekhez.

Az irodalom nagy része a beszédfelismerési teriiletet keretalapi megkozelitésben targyalja, jorészt a
rejtett Markov-modellre épiilve. Ez a dolgozat azonban mind keret-, mind szegmensalapi kisérleteket
tartalmaz, melyeket egy altaldnos megkozelités keretében targyalunk [29]. A kisérletek szdmos, a
munka soran elérhetové valé adatbazison lettek elvégezve, melyek részletes adatai a diszszertaciéban
taldlhatdak.



1. A beszédfelismerés keresési folyamatanak gyorsitasa

A beszédfelismerési problémdban adott egy bemondas egy A = ajas . ..a; megfigyeléssorozatként,
és a lehetséges fonémasorozatok (szavak vagy szdsorozatok, a tovabbiakban roviden szavak) egy W
halmaza. A feladat megtaldlni azt a szét, amely optimalisan illeszkedik a bemonddsra; azaz azt a
w € W szét, melyre
w = arg max P(w|A). (1)
weW

A beszédfelismerés diszkriminativ megkézelitése az (1). egyenletet hasznélja [8], mi azonban elészor
alkalmazzuk a Bayes-tételt:

. P(Alw) P(w)
= B b S 2
oA T P (2)
Ezutdn, felhaszndlva, hogy P(A) minden w € W-re véltozatlan, megkapjuk, hogy
w = arg max P(A|w)P(w). (3)
weWw

A tovabbiakban a generativ megkézelitést kovetjik, Eq. (3)-at alkalmazva [22]. P(w)-t altaldban
egy nyelvi modell szolgaltatja, amit adottnak tételeziink fel és P(A|w)-re koncentrdlunk, ami kisebb
egységek valdszintiségértékeire bonthatd: a w szét o1, . .., 0, fonémasorozatként kezeljik majd, mig
A-t nem atfed6 Ay, ..., A, szegmensekre bontjuk, ahol minden A; a megfelel6 o; fonémahoz tartozik.
Ezutdn, feltételezve, hogy a fonémak fiiggetlenek [8], felirhatjuk, hogy

P(Ajw) = || P(4]05). (4)
j=1

Egy keretalapi modellben a P(Aj|o;) értékek tovabb bontédnak, mig egy szegmensalapd kornyezet-
ben ezek jellemzéen a fonémaosztilyozé kozvetlen kimenetei. Ebben a dolgozatban keret- és szeg-
mensalapi megkozelitést is alkalmazunk.

A legtobb hasznalt keresési mddszer balrdl jobbra halad, egyszerre egy fonémat illesztve az aktudlis
széprefix végére. Ezek a prefixek az Un. hipotézisek, melyek (o1 ...0;,[A1,..., A;]) alaki objektum-
parok. Egy () fonéma és (ij befejezd idépont hipotézis végére illesztését a hipotézis kiterjesztésének
nevezzuk.

A dolgozatban a multi-stack decoding és a Viterbi beam search keresési eljarasokat hasznéltuk, me-
lyek egymas véltozatainak is tekinthetdk. Mindketté megvaldsithaté dgy, hogy adatstruktirdkat (ver-
meket) rendeltink minden lehetséges fonémahatarhoz; ezek a vermek (melyek nem a jélismert LIFO-
vagy FIFO-tipust vermek) a hipotéziseket azok valdszinlisége szerint rangsoroljdk. Egy korlatozott
méretll verem csak a legvaldsziniibb n hipotézist tartja meg, az ezen folilieket egyszeriien eldobja.
A multi-stack decoding algoritmus ilyen korlatozott méretli vermeket hasznal, mig a Viterbi beam
search eljaras csak a legvaldsziniibb hipotézist tartja meg, valamint azokat, amelyek (valdszinliségeik
alapjan) ehhez kozel esnek. Ez a , kozelség” a mddszer paraméterével (sugdrszélesség) szabélyozhatd.
A tobbi tekintetben a két keresbeljarast tekinthetjuk azonosnak.

Elszor a kezdShipotézis kerlil a bemondas kezdetéhez tartozé verembe, majd novekvé idérendben
bejarjuk a vermeket. Minden 1épésben kivessziik a hipotéziseket az aktudlis verembdl, mindegyiket
minden lehetséges médon kiterjesztjiik, majd a generalt hipotéziseket belehelyezziik az (ij) befejezési
idejukhoz tartozé verembe. Az eljards kimenete az utolsé veremben taldlhaté hipotézisek kozul a
legvaldszinlibb olyan lesz, melynek fonémasorozata megfelel a szétar egy elemének [1].
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Médszerkombinacidk Sebességjavitas Sebességjavitas
Szamadatbazis Telefonos adatbazis
Viterbi beam search 100.00% 100.00%
multi-stack decoding 68.65% 86.98%
multi-stack + 4 241.60% 482.57%
multi-stack + i1 147.77% 358.48%
multi-stack + 72 351.54% 86.98%
multi-stack + v 166.58% 379.47%
multi-stack 4+ ¢ + i + 9 + w 756.55% 704.97%

1. tablazat. A bevezetett javitasok &ltal elért sebességjavitas mértéke a Szdmadatbazisra és a Tele-
fonos adatbazisra (mindkett6 izoldltszavas felismerés, szegmensalapi eset), a felismerési pontossag
meglrzése mellett. A sebességjavitas forditottan aranyos a futasi sebességgel.

1.1. A multi-stack decoding eljaras javitasa

A multi-stack decoding keresési algoritmus gyenge pontja, hogy egyenlé méretli vermeket haszndl az
egész bemondason, mely méret azonban csak par ponton sziikséges. (A Viterbi beam search médszerre
ugyanez igaz a konstans sugarszélességével.) A veremméret jobb meghatdrozasaval pontossigvesztés
nélkuli sebességnovekedést érhetnénk el, melyre a kovetkezo technikdkat alkalmaztuk:

7) Kombinaltunk a multi-stack decoding és a Viterbi beam search eljarasokat: minden veremben
csak az n legjobb hipotézist tartottuk meg, de a legjobbnal sugdrszélességnél rosszabbakat is eldobtuk.

i7) A bemondas kezdetén nagyon kevés informaciénk van annak eldontésére, hogy mely hipotézise-
ket érdemes megtartanunk, igy itt nagyobb vermekre van sziikség, mint késobb. Erre egy egyszeri
megoldast alkalmaztunk: a #; iddponthoz tartozé verem mérete s - m’ volt, ahol 0 < m < 1 és s az
elsé verem mérete.

i17) A kovetkezd javitds a vermek egy mddositasa. Igen gyakori, hogy tobb olyan hipotézisiink
is van, amelyek fonémasorozata és befejezd idGpontja is megegyezik (viszont valamelyik korabbi
fonémahataruk eltér). llyen esetekben elég a legvaldszinlibbet megtartani, hiszen a tovabbi kiter-
jesztések csak a befejezd idéponttdl és a fonémasorozattdl fluggnek. A vermek ilyen miikodése konnyen
megoldhatd, azonban ez minden Uj hipotézis eltdroldsakor egy iddigényes vizsgédlathoz vezet. Emi-
att egy egyszerlibb, kozelité véltozatot alkalmaztunk: a vermek tobb ilyen ,,egyezd” hipotézist is
tarolhatnak, a vizsgalatot a hipotézisek kiterjesztésekor alkalmazzuk. Ha az aktudlis hipotézis fonémasorozata
megegyezik az elStte kiterjesztett hipotézisével, a hipotézist elvetjik.

iv) Ez az otlet abbdl a megfigyelésbdl ered, hogy csak tényleges fonémahatdrokon van sziikség
nagyméretli vermekre. Amennyiben meg tudnank hatarozni az egyes idépontok fonémahatarsdganak
valdsziniiségét, csokkenteni tudnank a bejart keresési tér méretét. Erre a feladatra egy neuronhdlét ta-
nitottunk a 13 MFCC A jellemz6n, kimenetét egy p valdsziniségnek tekintve. Az aktudlis veremméret
p-t0l fliggott: a bonyolultabb mddszer egy exponencidlis fliggvényt alkalmazott erre, mig az egyszeriibb
egy lépcsos fliggvény volt azokra az esetekre, ahol konnyen illeszthet6 véltozatra volt sziikség.

Ezt a négy javitast két adatbazison teszteltik, azonos pontossag mellett minél nagyobb sebesség-
javitast megcélozva (Id. 1. tdbldzat). Megmutattuk, hogy Ossze is kombinalhatdak, és igy még nagyobb
sebességjavitast értiink el. Az elért sebességjavitds mértéke rdmutat a standard keresési eljarasok
gyenge pontjara: a bemondason beliili pozicié figyelmen kivul hagyasara.



Alkalmazott Iépések ‘

d' (minimum)

d?* (4tlag)

PO ‘ Pl ‘ P2 ‘ PS ‘ Dmin ‘ Dmax ‘ Dmin ‘ Dmax
° o o o 100.00% | 100.00% | 100.00% | 100.00%
° ° o o 187.81% | 188.96% | 270.96% | 233.32%
° o ° o 217.46% | 188.23% - 160.61%
e | o | o . - - - 338.70%
° ° ° o 162.76% | 229.64% - 172.62%
° ° o ° - - - 189.22%
° o ° ° - - - 248.47%
° ° ° ° - - - 194.60%

2. tablazat. A bevezetett tobblépéses keresGeljaras sebességjavitasi eredményei a Gyerekadatbazison
(izolaltszavas felismerés, szegmensalapi eset), a multi-stack decoding eljarashoz képest. , o’ jelzi az

adott lépés hasznalatat, ,o" a kihagyasat, ,—" azt, hogy nem sikerilt elérni az elvart pontossagot.
1.2. Egy tobblépéses keresoeljaras

Léteznek tobblépéses keresoOeljarasok is: ezek eldszor a kevésbé valdszinii hipotéziseket vetik el
valamilyen kis szamitasigény(i feltétel alapjan. Ezutan a késébbi lépésekben csak a fennmaradé hi-
potéziseket vizsgaljak meg bonyolultabb, megbizhatébb eljarasokkal, melyek pontosabban becslik meg
a hipotézis-valdszinliségeket [27]. Mi a kovetkezdkben egy fonémacsoportositason alapuld tobblépéses
keresési eljarast készitiink: igy szavakat vonunk ossze, kisebb szétarban pedig gyorsabban lehet keresni.
A késbbbi Iépésekben csak a megeldzd 1épésben valdszinlibbnek taldlt szavak maradnak a szétarban,
melyeket mar alaposabban is megvizsgalhatunk.

A fonémahalmazt egy standard klaszterezé eljarassal klasztereztiik, amely egy, az eredeti fonémak
kozti d tavolsdgra épul. Kezdetben minden fonéma kilon klasztert alkot; ezutan minden Iépésben
osszevonjuk a két legkozelebbi klasztert, amig ez a minimalis tavolsdg el nem ér egy L kuszobot.
Két klaszter tavolsdganak valaszthatjuk elemeik pdronként vett tdvolsagdnak minimumat (Din)
vagy maximumat (Dax) [19]. Mddszeriink a P(a;|o;) (keretszintii) vagy P(A;|o;) (szegmensszinti)
valdsziniiségeket szolgaltaté fonémaosztilyozé eljaras hibdira épul: annak M tévesztési matrixat
hasznaljuk, ahol m; ; az w; osztdlyba tartozd, de w; osztalyba sorolt elemek szama. El8szor nor-
malizaljuk, hogy a félreosztalyozott elemek ardnydt tukrozze; azaz

/ mij

o Dok Mk

ahol K az osztélyok szdma. Ezutdn a d fonémak kozti tavolsdgfiiggvényt M’ alapjan, két véltozatban

1<4,j <K, (5)

m

szamoljuk:
(0 hai=j
> ha mi j =ml; = 0és i j
dz‘l,j = — 108;(?712,]‘) ha m})i =0és m;,j #0 (6)
_ log(m}ﬂ*) ha m;)j =0 és m;Z +0
| min ( —log(m] ;), —log(m/,)) egyébként,
és
0 hat=j
=9 ha mj; —mi;, =0éi/j (7)

—log <(m;] + mﬁz)/2) egyébként.
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Alkalmazott |épések | d' (minimum) d? (tlag)

PO ‘ Pl ‘ P2 ‘ Dmin ‘ Dmax Dmin ‘ Dmax
100.00% | 100.00% | 100.00% | 100.00%
174.82% | 241.20% | 204.61% | 203.09%
160.95% | 216.21% | 151.91% | 239.59%
113.29% | 184.68% | 126.18% | 168.30%

[ N N N J
e O @O
e ® OO

3. tabldzat. A bevezetett tobblépéses keresGeljaras sebességjavitasi eredményei a Telefonos adat-
bazison (izoldltszavas felismerés, keretalapd eset), a multi-stack decoding eljarashoz képest.

Ezutan legyen D’ egy, D'-en vagy D?-n miikddé legrovidebbiit-keresé eljaras kimenete; D’ tar-
talmazza a klaszterezéshez hasznélt fonématavolsdgokat. Igy négy klaszterezési valtozatunk van a
tavolsagfiiggvénytdl (d' vagy d?) és a klaszterezési eljarastél (Dmin vagy Dmax) fiiggden.

A klaszterezési eljaras megallasi kiiszobének (L-nek) meghatdrozasihoz egy diagrammon abrazol-
tuk a klaszterek szamat L fuggvényében, majd olyan L értékeket vélasztottunk, ahol két klaszterossze-
vonas kozott jelentds szakadés latszott. fgy szamos lehetdséget kaptunk, melyek mindegyikéhez egy
fonémacsoportositds és egy lehetséges, P;-vel jelolt keresési 1€pés tartozott (P az eredeti 1épés). A fel-
hasznalt |épéseket és a hozzdjuk tartozé veremméreteket teszteléssel valasztottuk ki, két izoldltszavas
felismeréses adatbazison: egyet szegmens-, egyet pedig keretalapi megkozelitésben. Az utdbbindl ke-
vesebb lehetséges keresési 1épés addédott a kevesebb fonéma miatt, mivel a rovid-hossz(i parok nem
voltak megkilonboztetve. A tesztek sordn valtoztattuk az alkalmazott |épéseket és a veremméreteket;
a minimalis felismerési pontossagot eléré konfiguracidk kozil a leggyorsabbat valasztottuk (Id. a 2. és
3. téblazatot). Az elért sebességjavitdsi értékek azt mutatjdk, hogy a keresési eljaras igen hatékony.
A Gyerekadatbazis szdmos sikertelen tesztesete valdsziniileg a tul sziik Ps fonémacsoportositasnak
tudhaté be, viszont P3 bizonyult a leggyorsabbnak d?-t és Dyyax-ot hasznélva , és ez a konfiguracié
(a legsziikebb fonémacsoport (P3) d?-t és Dyax-ot hasznélva) jdl teljesitett a masik adatbézison is.

1.3. Szegmensalapu beszédfelismerés felgyorsitasa szegmentalassal

A keresési eljaras soran hipotézisekkel dolgozunk, melyek fonémakat rendelnek szegmensekhez; ezekre
az A; szegmensekre hivatkozhatunk [¢;—1, ;| hatarpontjaikkal is. Eddig a ¢; értékekre csak a trividlis
megkotések vonatkoztak (egész szamok novekvd sorrendben és 1 < ¢; < ). A kovetkezbkben csak
egy T' halmaz elemeit engedélyezziik; 7" a lehetséges szegmenshatdrok halmaza, mig a 7T-t meg-
hatadrozé eljards a szegmentalé algoritmus. Elég valészinltlen, hogy 1 és ¢ kozott az Osszes értékre
sziikség van, folosleges értékek T-ben tartdsa viszont a keresési eljaras futdsi idejének haszontalan
megnovekedésével jar. Rdadasul idedlis esetben 1" egybeesik a valds fonémahatarok halmazaval, me-
lyek remélhetbleg meghatarozhatdak jelfeldolgozasi eszkozokkel [26].

Az alap szegmentdld algoritmus minden k. keretnél javasol egy szegmenshatért: ez egy primitiv,
amde kielégitéen mikodd mddszer. A kovetkezokben bevezetiink harom (j eljarast, amelyek min-
den a; kerethez egy b; hatarvaldszinliséget varnak; a b; értékeket esetiinkben egy, a klasszikus 13
MFCC A jellemzbvektort hasznalé neuronhdlé szolgéltatta. Logikusnak tiinhet, hogy a b; értékek
meghatdrozdsa megoldja az egész szegmentaldsi problémat; ezt a gondolatmenetet kovetve az elsé
két eljards mikodése elég egyszerii. A Kiiszobolé algoritmus szintén minden k. keretnél javasol
hatart, 4m csak ha a megfelelé b; hatdrvaldszinliség atlép egy ppin kiiszobot (Id. az 1. dbrét). Ez
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1. dbra. Fent: egy bemonddsrészlet spektruma a valés szegmentalassal. Lent: ugyanaz a spektrum a
b; értékekkel és a Kiiszobol6 algoritmus kimenetével.

Algoritmus Paraméterek ‘ Helyesség Pontossdg  Sebességjavitas
Kliisz6bold k=6, p=0.065 96.06% 94.94% 110.83%
Kliisz6bold k=6, p=0.070 97.49% 95.70% 87.70%
Maximum k= 93.90% 90.68% 78.29%
Maximum k=4 95.34% 92.83% 137.02%
LIF kE=6,p=175 97.85% 96.42% 155.57%
LIF E=7 p=130 98.20% 95.69% 127.26%
Referenciaérték — ‘ 96.42% 05.34% 100.00%

4. tablazat. A Kiszobols, Maximum és LIF algoritmusok néhdny fontosabb eredménye az Orvosi
adatbazison (mondatfelismerés, szegmensalapi eset), az alkalmazott paraméterekkel.

az eljaras elég rosszul teljesitett: paraméterhangolassal el lehetett érni egy kis sebességnovekedést, de
ekkor a pontossagértékek romlottak; mas bedllitdsokat hasznélva javult a pontossag, am csak lassulas
mellett. Ennek oka valdsziniileg az volt, hogy a spektrum véltozdsa (mely a b; értékekben tiikrozédik)
gyakran hosszabb id6 alatt kovetkezik be relative alacsony b; értékek mellett, melyeket ez a mddszer
képtelen volt észlelni. Masodik eljarasunk, a Maximum algoritmus olyan pontokat keres, ahol a b;
értékek egy adott intervallumon lokalis maximumukat veszik fel. A vizsgélt kornyezet méretét (k)
mddositva bedllithatunk a hatarok kozott egy minimdlis tavolsdgot (Id. a 2. 4brat). Bér ez az eljaras
tlint a legigéretesebbnek, az eredmények nem ezt igazoltdk: kevés folosleges hatart javasolt ugyan, de
elhagyott néhany sziikségeset is, ami nagyon komoly hiba. Emellett az algoritmust csak mérsékelten
lehetett hangolni, mivel egyetlen paramétere egy kis egész szam.

A két eljaras kudarca alapjan némileg bonyolultabb megoldasra van sziikségiink. A LIF algoritmus
dinamikusan prébalja gy beallitani a hatdrokat, hogy siirliségiik aranyos legyen a lokalis b; értékekkel.
Erre egy megoldas a , leaky integrate-and-fire” (LIF) neuronmodell alkalmazdsa [6]. Miikodése elég
egyszerli: a neuron addig halmozza a bemeneti értékeket, mig osszegiik el nem ér egy kiiszobot; ekkor
a neuron kisul, potencidlja lenulldzédik és az egész eljaras elolrdl kezdédik. A halmozas |, lyukassd” is
tehetd, ekkor az Osszeg egy idOkonstanssal csokken. A modellbe egy kifaradasi periddus is belefoglal-
haté, mely alatt a neuron nem gerjeszthetd. Szegmentaldalgoritmusunkban a b; értékek szolgalnak
a neuron bemeneteként: ahol ezek az értékek magasabbak, Osszegiik hamarabb eléri az aktivaciés



2. abra. Fent: az 1. abran is lathatd spektrum a b; értékekkel és a Maximum algoritmus kimenetével.
Lent: ugyanaz a spektrum a b; értékekkel és a LIF algoritmus kimenetével.

kuszobot, igy a kisiilések gyakoribba valnak. A hatdrok gyakorisdga a p kiiszobbel allithaté, mig a
k periédus valtoztatdsaval a hatdrok kozti minimdlis tavolsdg hatdrozhaté meg (Id. a 2. abrat). A
masik két eljardssal ellentétben ez az algoritmus jelentés gyorsuldst ért el pontossagcsokkenés nélkil,
sét a pontossagértékeken és a sebességértékeken egyszerre is tudott javitani (Id. a 4. tablizatot).
Mig a Maximum algoritmus nagyon jél taldlta meg a potencidlis szegmenshatarokat, nem lehetett

hangolni; a Kiiszobol6 algoritmus két paraméterével nagyon jél hangolhatd, maga az eljaras azonban
tul egyszer(i volt. A LIF algoritmus lehet az arany kozéput: két hangolhaté paraméterrel rendelkezik, a
Kuszobold algoritmusnal intelligensebb pozicidkra helyezi hatérait, és figyelembe veszi a kornyezetet.

A fejezet eredményeinek tézisszerii osszefoglalasa

/1.

1/2.

1/3.

A szerz6 létrehozott egy tobblépéses keresési eljarast, hogy felgyorsitsa a beszédfelismerési fela-
dat keresési folyamatat. Az eljards tobb, hierarchikus fonémacsoportot alkalmaz, melyek az
eredeti fonémakészletnek a fonémaosztélyozé tévesztési matrixan alapuld klaszterezésével lettek
meghatdrozva. A fonémacsoportok hierarchikus tulajdonsagat kihaszndlva a megfeleld keresési
lépések konnyen implementdlhatéak, mivel egy tomorebb fonémacsoportositds szavakat von
ossze. Ezzel az eljarassal sikeriilt a keresési folyamatot jelentésen felgyorsitani (publikdlva: [13;
14; 25]).

A szerzé megkonstrudlt egy eljarast a fonémak hatdrainak pontosabb detektdlasara. Erre ala-
pozva elkészitett egy, a fonémdk kozti lehetséges hatarokat kiszamitd algoritmust. Az eredmények
tukrében ez a mddszer valdban alkalmazhaté a beszédfelismerési eljaras felgyorsitasara a stan-
dard szegmentdlasi eljarashoz képest, ezenfelil a mddszer pontos paraméterbedllitasaval a je-
lentés gyorsitds mellett sikeriilt a felismerési pontossagon is javitani (publikélva: [18]).

A szerz6 tanulmanyozta a multi-stack decoding és a Viterbi beam search keresé eljarasokat,
melyek kozosek abban, hogy hipotéziseket tarolnak minden lehetséges fonémak kozotti hatarnal.
A szerz6 szamos mddszert vezetett be, melyek a tarolt hipotézisek szamat pontonként korlatoz-
tak, és igy képes volt felgyorsitani a beszédfelismerési probléma keresési folyamatat azonos vagy
csak kicsit alacsonyabb felismerési pontossag mellett (publikélva: [11; 12; 14; 16; 25]).



2. A beszédfelismerés pontossaganak novelése

A dolgozat mdsodik részében olyan teruletekkel foglalkozunk, melyek novelhetik a beszédfelismerés
pontossagat. Mivel igen sok ilyen terulet |étezik, néhany ilyenre kell korldtoznunk vizsgalatainkat:
kulonbozd aggregacids operatorokat fogunk felhasznalni a hipotéziskoltségek kalkuldcidja soran, és
megvizsgdljuk az antifonéma-problémat, mivel ezek gyakorlatilag nem novelik a futasi idét.

2.1. Hipotéziskoltségek szamitasa aggregacids operatorokkal

Beszédfelismerés sordn azt a w € W szét keressiik, melyre P(A|w) P (w) maximalis. Az elsé egyutt-
haté szétbonthaté a kovetkezGképpen:

s
P(Alw) = [ [ P(4l0)), (8)
j=1
ahol a w szét a o1,...,0; fonémasorozattal azonositottuk, mig A = Ay,... A, az A =a1,...,

beszédjel szétbontasa fonémanként egy-egy nem &atfedd szegmensre. Ez a képlet a fliggetlenségi
feltevésen alapszik, amirdl azonban mar tobbszor bebizonyosodott [31], hogy hamis; igy mds, a
problémahoz esetleg a szorzasndl jobban illeszkedd operatorok is alkalmazhaték. Ez lehetévé teszi
egy altalanosabb megkozelités hasznalatat [29], nevezetesen

P(Alw) = g9 (P(A1|01), P(Az]o2),. .., P(An|0n)>, (9)

ahol a g2 operator a fonémaszintii valdszinliségekbdl szamit hipotézisszintlieket. Ugyanigy egy masik
operator (g1) hasznédlhaté a fonémaszintli F(A;|o;) valésziniiségek alacsonyabb szintli forrasokbdl
torténd meghatarozasahoz. Egy tipikus keretalapd kornyezetben (mint példaul a Hidden Markov Model
(HMM) alkalmazasakor) g1 jellemzGen az a; kereteken alapszik, és a kovetkezGképpen definialt:

7]

ti—1t5-
P(Ajloj) = 01(Aj,05) = gilar, .- ar, 00) = [ e 7 Plaloy), (10)
l:tjfl

ahol ¢,, az o; fonémdhoz tartozd &llapotban maradds valdsziniisége, és &ltaldban egy Gaussian
Mixture Model (GMM) szolgéltatja a P(a;|o;) értékeket. Szegmensalapi esetben g tipikusan a
fonémaosztélyozé eljdras megfeleld kimenetének értéke hossznormalizalas utan [29]. A kovetkezdkben
a g1 vagy g2 operatorokat fogjuk valtoztatni; igy befolyasoljuk a szé-szegmens parok valdsziniiségét,
és remélhetdleg noveljiik a felismerési pontossagot.

2.1.1. Kozépaggregacios operatorok haszndlata

Els6 [épésben olyan operatorokat kerestiink, melyek viselkedése tag hatarok kozott médosithatd, igy
fordultunk a fuzzy kézépaggregdcios operdtorokhoz, elészor a hatvanykézép operatort [4] alkalmaztuk:

aj‘f‘+...+x§?‘ o
Golxr,...,xj) = f ,  a€R. (11)

Jélismert [20], hogy ha ov— —o0, G —min(xy, ..., x;); G_1 a harmonikus kozép; ha o — 0, G, a



Alkalmazott operator ‘ o ‘ Pontossag

Semmi (referenciaérték) - 77.83%
G, 0.6 84.35%
Gor A=07 0.4 83.01%
Gan A=108 0.5 83.91%
Gon A=09 0.5 84.78%
Gan A=1.0 0.6 84.35%

5. tablazat. A hatvanykozép operdtor és a csokkend hatvanykozép operator legjobb eredményei a
Gyerekadatbazison (izolaltszavas felismerés, szegmensalapi eset).

Alkalmazott operator ‘ a g1-ként ‘ o go-ként ‘ Pontossag
Semmi (referenciaérték) - - 94.20%
Go g1-ként 0.94 - 95.13%
Go go-ként 0.94 1.00 95.13%

6. tablazat. A hatvanykozép operator legjobb eredményei a Telefonos adatbézison (izolaltszavas fel-
ismerés, keretalapu eset). Els6 Iépésben a g; operdtor a-jat optimalizaltuk, majd a g, operdtorét.

mértani kozéphez tart; 1 a szamtani kozép; és ha o — 0o, G — max(xy,...,x;). Az o paramétert
valtoztatva folyamatos dtmenetet kapunk minimumtdl maximumig, tehat ez az operator igen rugal-
mas, ami egy alkalmazasnal praktikus tulajdonsag. Ezutdn az operator egy véltozatat vezetjuk be, a
csokkend hatvanykozép operatort:

) , 1
/\3_1:1:‘1)‘ + /\3_2:1:‘2)‘ +...+ /\:133?‘_1 + :13;)‘ «
Gaj/\(afl,...,afj): ] ) (12)

ahol @ € R ugyanaz, mint a hatvanykozép operator esetében, A € |0, 1| pedig egy sdlyozasi paraméter
a késobbi értékek fontosabba tételéhez. Esetiinkben az utolsé érték a hipotézis utolsé fonémajahoz
vagy keretéhez tartozik, igy ez az operator ideill6 valtozatnak tiinik.

Kovetkezd |épésben ezeket az operdtorokat szeretnénk gi-ként vagy go-ként alkalmazni, amihez
be kell allitanunk a paramétereiket. Az egyparaméteres hatvanykozép operator elég konnyen optima-
lizalhatd: elOszor elzetes tesztekkel egy olyan intervallumot hatéroztunk meg, amelyben kielégiten
miikodott, majd egy kis 1épéskozzel bejartuk azt. A csokkend hatvanykozép operdtor esetében elészor
rogzitettink néhany \ értéket, ezutdn a fennmaradé o paramétert mar beallithattuk az el6z6 médon.

Szegmensalapl esetben természetesen csak g9 cserélhetd le, hiszen ekkor g1 nem valédi operator.
A G, hatvdnykozép operdtor és a (G, csokkend hatvanykozép operdtor alkalmazdsaval elért legjobb
eredmények, valamint az ezekhez tartozé paraméterértékek az 5. tabladzatban olvashatéak. &, hasz-
nalata igen jelentds pontossagjavuldshoz vezetett, ami azt sugallja, hogy jobban illeszkedik a problé-
mahoz, mint az alapértelmezett szorzas; a csokkend hatvanykozép operator viszont ehhez képest csak
minimalis javuldst ért el, ami azt jelzi, hogy nincs igazi elénye a hatvanykozép operatorral szem-
ben, viszont jéval nehezebb megfeleléen paraméterezni. A keretalapli esetben mind ¢q-ben, mind
g2-ben hasznalhattuk ezeket az operatorokat. Az egyszeriiség kedvéért nem parhuzamosan allitottuk
be mindketté paraméterét, hanem eldszor gi-et optimalizaltuk, go-ként szorzast haszndlva; ezutén
g2 paraméterét allitottuk be, gi-et az optimalis értéken hagyva (Id. a 6. tabldzatot). Tapasztalataink
szerint g1 lecserélése jelentds javulast hozott, azonban ezutdn go mdédositdsa mar egyaltalan semmit.
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t-norma-csalad Tp T, | ¢ | T | 1y TP TAA
Legjobb pontossdg | 92.17% | 0.26% | 93.47% | 92.60% | 89.45% | 93.47% | 93.04%
Rel. hibacsokkenés 0.00% — 16.60% | 5.49% — 16.60% | 11.11%

7. tablazat. A standard haromszognorma-csalddok alkalmazasaval elért felismerési pontossagok és

relativ hibacsokkenések a Gyerekadatbdzison (izolaltszavas felismerés, szegmensalapi eset).

tnorma-csaldd | T | T, | Y | o |y | 1P | o1
Legjobb pontossag | 91.69% | 0.69% | 92.61% | 92.50% — 92.25% | 92.03%
Rel. hibacsokkenés | 0.00% — 11.07% 9.74% | — 6.73% | 9.74%
Legjobb helyesség | 92.03% | 0.81% | 93.31% | 93.19% | — 93.03% | 92.73%
Rel. hibacsokkenés 0.00% — 16.06% | 14.55% — 12.54% 8.78%

8. tablazat. A standard haromszognorma-csalddok alkalmazasdval elért pontossdg- és helyességérté-
kek, valamint relativ hibacsokkenések az Orvosi adatbazison (mondatfelismerés, szegmensalapd eset).

2.1.2. Haromszognormak haszndlata

Nagyon sokféle operdtort hasznalhatunk akdr g1, akdr go esetében, de ezeknek csak toredékétol
varhatunk j6 miikodést. Emellett konnyen alkalmazhaté és hangolhaté operatorokat célszerii vizsgal-
nunk, igy két feltételt allitottunk fel: mikodésiiket konnyen lehessen médositani (egy vagy tobb pa-
raméterrel), és, mivel az eredeti operdtorunk a szorzas, legyenek ,szorzasszeriiek”. A hdromszog-
normak (triangular norms) a fuzzy logika standard operatorai [4; 23] és mindkét elvarast teljesitik, igy
Oket alkalmaztuk. Mellettiik szdl az is, hogy a fuzzy logikaban az ES-kapcsolatot képviselik, és a mi
probléménkban is ES-kapcsolatok vannak (az A; szegmens z; valdszinliséggel oy fonéma ES az Aj
szegmens o valdsziniséggel oo fonéma, stb.).

Definicié 1 Egy T : [0,1]? — [0, 1] fiiggvény akkor és csak akkor hdromszégnorma (t-norma), ha:
(hatarfeltétel)

(kommutativitds)
(T mindkét argumentumat

(T1)
(12) =
(T3) T(x,y) <T(u,v)

minden x € [0, 1] esetén,
minden x,y € |0, 1] esetén,
barmely 0 <z < u < 1,

0 <y <wv<1 esetén,
T(x,T(y,2)) =T(T(x,y), z) minden x,y,z € |0, 1] esetén.

tekintve nemcsokkend)
(asszociativitds)

(T4)

Konnyen lathatd, hogy a szorzads operator is haromszognorma, igy ezutan 1'p-vel jeloljik. Tovabba

ha T figgvényként folytonos [0, 1|-en;
ha T'(x,x) < x minden x € (0, 1)-re.

Definicié 2 Egy I’ t-norma folytonos
Archimédeszi

Ez a két tulajdonsdg elég fontosnak tiinik egy g1 vagy g2 operatorként hasznalt fliggvény szamara,
igy a kovetkezOkben csak olyan haromszognormékat vizsgdlunk, melyek mindkét kritériumot teljesitik.
Szamos, Klement, Mesiar és Pap [23] &ltal felsorolt haromszognormat teszteltiink. Egy t-norma két-
operandust miivelet, mi pedig tetszoleges szamu operandust kezelni tudé operatort keresiink, ez azon-
ban az asszociativitasi tulajdonsag (T4) haszndlataval konnyen feloldhatd. A tesztelt normak egypa-
raméteresek (kivéve a Lukasiewicz normat, amelynek nincs paramétere), igy kelléen rugalmasak, dm
még mindig elég konnyen hangolhatdk. (A paraméterbeallitds ugyanigy tortént, mint a hatvanykozép
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operator esetében.) A standard haromszognormdk csak szegmensalapi kornyezetben, go-ként lettek
tesztelve, de izoldltszavas (Id. a 7. tdblazatot) és mondatfelismerési feladatban is (Id. a 8. tablazatot).
A hasznalt haromszognormatdl fiiggden igen jelentds pontossagnovekedést tudtunk elérni.

2.1.3. Kétparaméteres haromszognorma hasznalata

A kovetkez$ lépésben a standard haromszognormaknal altaldnosabb operator hasznalatat céloztuk
meg. Dombi bevezetett egy dltaldnositott haromszognorma-csaladot, mely a kovetkezé formaban

irhatd le:
() 1

G0 14 Dy(a)

Do(z) = G <ﬁ (1 + oy <1 ;f@)a) - 1>>W (14)

és v > 0 [3]. Ez az operator sok ismert és népszer(i haromszognorma-csalddot magaban foglal (pl.

a >0, (13)

ahol

Dombi, Hamacher, Einstein operator, vagy a szorzas mivelet) specidlis esetként.

Alkalmazasa némileg bonyolultabb volt, mint a standard hdromszognormaké, mivel mindkét para-
méterét (o és v) be kellett allitani, szemben a korabbi eggyel (\). Rdaddsul, mivel ezt a két paramétert
parhuzamosan kellett behangolni, a korabban alkalmazott mddszerek nem voltak alkalmazhatoék.
Kézenfekvé megoldas lett volna mindkét paraméternek egy megfeleld intervallum meghatarozésa,
majd ezen terilet felderitése két egymasbaagyazott ciklussal, azonban ez nagyon megnovelte volna a
szuikséges tesztek szamat.

Emiatt mas gondolatmenetet kovettiink: ha az alkalmazott norma két paraméterén kiviil a beszéd-
felismerd rendszer Osszes bedllitasat rogzitjik, a pontossagot tekinthetjiik a két paraméter fliggvényé-
nek, amit maximalizalunk. Esetiinkben vagy csak g1-et, vagy csak g2-t médositjuk, igy ez egy kétdimen-
zids térben torténd keresés, amire a SNOBFIT csomagot hasznéltuk [21]. A kisérletek egy széfelismerési
probléman, keretalapi megkozelitésben folytak, gq-et valtoztatva és go-t szorzasként hagyva. 500
iteraciot engedtiink meg, amely az el6z6 stratégia altal kovetelt tesztszam toredéke. A felismerési
hibdt nagymértékben sikeriilt csokkenteni (Id. a 9. tdblazatot): 50% folotti relativ hibacsokkenést
értiink el, ami a standard haromszognormak eredményénél sokkal jobb érték.

2.1.4. Egy altalanosabb megkozelités: a logaritmikus generatorfiiggvény

A kovetkezokben bevezetjiik a haromszognormak reprezentalasdnak egy altaldnosabb mdédjat, és adunk
egy alkalmazaskozpontli mddszert a norma adott feladathoz igazitdsara; ehhez azonban el6szor egy
Ujabb definiciéra lesz szikségiink.

Tétel 1 Egy T' t-norma akkor és csak akkor folytonos és archimédeszi, ha létezik egy folytonos,
szigortian monoton csokkend f [0, 1] — [0, oo| fiiggvény, melyre f(1) = 0, valamint

T(x,y) = fCU(f @) + (),

ahol (1) [ pszeuddinverze:

_ ) ) hax < £(0)
f0@) _{ 0 egyébként.
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Ezen formula n-szeres kiterjesztése nyilvan

T (p1,p2, ... .pN) = (Zf pi ) (15)

Ez a reprezentacié konstans szorzétdl eltekintve egyértelmii. Ha a t-norma szigorian monoton novekvo,
akkor f szigortian monoton csdkkend, és az f(~1) pszeuddinverz fiiggvény a szokasos 1 inverz. A
tovabbiakban ezt az esetet alkalmazzuk; ekkor az f fliggvény a 7' norma additiv generdtora [4].
Ezutan attérhetiink a norma alkalmazasara. Egy tipikus beszédfelismerési kornyezetben az alulcs-
ordulas elkeriilése érdekében a p valdszinliségek helyett a ¢ = — log p koltségértékek hasznalatosak.
Az allandé valdsziniség-koltség konverzidk kivaltasdhoz elészor beemeljiik ezt az atvaltast (15)-be:

~log (f‘l(i Fe=9)): (16)
1=1

Mivel mindig ezt a képletet hasznéljuk, célszer(i a negativ exponencidlisfiggvény kiszamitdsat beleven-
nunk f-be; igy bevezetjik a logaritmikus generatorfliggvényt:

Plx) = f(e™7). (17)
Ezutdn beirhatjuk ¢(z)-et Eq. (16)-ba, azaz

_1<§:¢(C¢)> = —log (f_1<§: f(e_ci)>> =—logT(e™ e™®, . .. e M), (18)
i=1 i=1

tehat a ¢(z) logaritmikus generatorfiiggvényt alkalmazva ugyanazon a médon, ahogy az f(x) additiv
generatorfuggvényt hasznaltuk, ugyanazt a T’ t-normat kapjuk, csak mind operandusokként, mind
eredményként koltségértékkel valdsziniség helyett. A logaritmikus generatorfuggvény szigordan mo-
noton novekvd, ¢(z) : [0,00] — [0,00], ¢(0) = 0, és konstansszorzétdl eltekintve egyértelmi egy
adott t-normahoz. ¢(x) reprezentaldsa nagyon sok médon torténhet: mi szakaszonként linearis leirdst

valasztottunk. Legyen ¢ = ¢, o™ : [0,00] — [0, 00| egy szakaszonként linedris, szigordan mo-
noton novekvd fuggvény az értelmezési tartomdnyon vett 0 = ag < a; < ag,..., a4y < Appp = OO
toréspontokkal és mq,mo,...,my >0 meredekségekkel és legyen my 11 = limy—oo ¢'(2) = 1. Azaz

P(x) = (x — aj)mjp + Z — aj-1)myj, aj ST < gy (19)

¢ konstansszorz6tdl eltekintve egyértelmd; az m,, 1 = 1 kikotéssel az ekvivalens reprezentdcidk koziil
valasztunk ki egyet. Az a; kontrollpontokat olyan poziciékra érdemes helyezniink, ahol legjobban
illeszkednek az adott problémdhoz; ezutan adott kontrollpontok esetén ¢ megadhaté a meredekségek
alkotta n-elemii vektorral (7 = (my,ma, ..., my)).

A kontrollpontok kivalasztdsara egy hasznalati statisztikdra alapozott eljarast vezettiink be. Fel-
jegyeztiik, hogy egy atlagos felismerés soran milyen koltségértékek fordulnak eld; az igy eléallé hisz-
togramot n + 1 egyenld teriiletli részre osztottuk, melyek hatarai lettek az a; értékek (Id. a 3.
abrat). Ekkor, n-t lerogzitve, kivélasztva a kontrollpontokat, és 7m-et optimalizélva (a felismerési
pontossdgot maximalizdlva) a logaritmikus generdtorfiiggvény, tehdt a t-norma is kdnnyen behan-
golhaté. A 9. tdblazatban ldthatdk a mddszer altal elért eredmények egy keretalapu tesztben (gi-
ként, mig go szorzds maradt): a logaritmikus generatorfiiggvény teljesitett a legjobban, de csak ha
n értéke megfeleléen nagy volt, hogy elegendd rugalmassagot biztositson. Raadasul a logaritmikus
generatorfuggvény kozvetlenul a koltségértékeken miikodik, igy ezt a legkonnyebb alkalmazni.
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3. dbra. Egy tipikus beszédfelismerési folyamat soran eléfordulé — log p értékek hisztogrammja a [0, 60]
intervallumon, és az n = 8 kontrollpont javasolt helyzete.

Médszer ‘ Pontossdg Helyesség Mondatok
Szorzés (referenciaérték) 96.76%  98.38%  92.66%
Dombi t-norma 97.57% 98.84% 93.33%
Altaldnos Dombi operdtor 98.49% 98.95% 94.66%

t-norma logaritmikus generdtorral, n = 8 98.27%  98.84%  94.00%
t-norma logaritmikus generdtorral, n =16 | 98.84%  99.19%  96.00%

9. tablazat. Az egyes haromszognormdk legjobb elért pontossdg- és helyességértékei az Orvosi
adatbazison (mondatfelismerés, keretalapd eset), és a tokéletesen eltaldlt mondatok aranya.

2.2. Az antifonéma-probléma

Végul az antifonéma-problémaval foglalkozunk, mely csak szegmensalapi megkozelitésben szokott
felmeriilni. Ebben a cél azt eldonteni, hogy adott bemonddsrészletek valamely ,,valés” fonémanak
felelnek-e meg. Ehhez szamos pozitiv példa adott egy kézileg cimkézett adatbazis formajdban, azonban
nincsenek egyértelmi ellenpéldak, melyekbe minden mas beletartozik, ami eléfordulhat egy felvételben
(pl. zaj, egy fonémanal rovidebb vagy hosszabb szegmens, stb.); az utébbiak az ,,antifonémak” [7].
Mivel csak a pozitiv osztdlyhoz vannak példdink, ez az egyosztdlyos tanulds [28] problémakorébe
tartozik.
A beszédfelismerési feladat sordn a legvaldsziniibb w € W szdt keressiik, melyre
w = arg max P(A|w)P(w). (20)
weWw

P(AJw)-re koncentralva, feltessziik, hogy az A beszédjel felbonthaté nem atfedd szegmensekre. Mivel
a jel helyes szegmentdldsa nem ismert, ezt egy rejtett S valtozéként irhatjuk le:

P(Alw) = argmagP(A,sW). (21)
s€

Modelliink feltevéseitdl fliggben P(A, s|w) szdmos mddon bonthaté tovdbb, mivel S ezen a ponton
még nem tal jol definidlt. Mivel a szegmensekrdl feltessziik, hogy fuggetlenek, a lokalis valészinliség-
értékeket egyszeriien Gsszeszorozzuk; mi példaul a kdvetkezd képletet haszndljuk: [30]

ﬁ P(oj|A;)P(@|A;) (22)

e P(o) ’
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4. dbra. Generdlt ellenpéldak kiilonbozé bedllitdsokkal. Balrdl jobbra: (dist,curv) = (1,0),
(dist,curv) = (0.4,0), (dist,curv) = (1,0.5), (dist, curv) = (1,1). curv = 0 egy hipersik pontjait
generdlja, mig curv > 0 egy jobban illeszkedd hiperfelszin pontjait produkdlja; dist szabalyozza a
hatarpontok és a generdlt ellenpéldak tavolsagat.

ahol « jeloli az antifonémakat, igy (@] A;) annak valdsziniisége, hogy az adott szegmens nem an-
tifonéma. A kovetkezékben a pontossdg novelése érdekében a P(a@|A;) valdszinliségértékeket becslo
médszereket fogjuk megvizsgalni.

Egy efféle egyosztdlyos osztdlyozasi feladatot alapveten kétféle médon lehet megoldani: hasznal-
hatunk egy olyan médszert, amely az osszes pozitiv példat képes modellezni, vagy valamilyen eljarassal
ellenpéldakat generalhatunk. Az utébbi esetben aztan az eldallé két osztalyhoz tartozé példakat vala-
milyen statisztikai alapti médszerrel (pl. ANN) vélasztjuk el egymastdl. Természetesen az automa-
tikus ellenpélda-generalds mddja nem magatdl értetédd, alapvetben ezt is kétféleképpen tehetjiik:
feladatspecifikusan, vagy valamilyen altaldnos eljarast hasznélva.

Az osszes fonéma leirdsanak talan legkézenfekvobb médja Gauss-gorbék osszegeként irni le eloszla-
sukat. A Gaussian Mixture Models (GMMs) [5] épp ezt csindlja, és alkalmazdsa a probléma ke-
zelésének legelterjedtebb mddja az irodalomban [7]. Masik alkalmazott médszeriinket Téth vezette be,
mely ,,hibas” szegmensek generdlasara épul [30]. Ez az eljaras (a ,,Hibas szegmensmintavételezés”)
azon az otleten alapszik, hogy a negativ példdk valdsziniileg olyan felvételrészletek, melyek kezdd-
vagy végpontjan valéjaban nincs fonémak kozti hatar. Ha ismerjik a valds fonémahatarokat — ami
barmely tanitéadatbazis esetén elmondhaté —, konnyen generdlhatunk negativ példakat a kezdo- vagy
végpontok nem valds fonémahatarra helyezésével. A konkrét megvaldsitas igen kézenfekvd: minden
fonémahoz szamos antifonémat generalunk egyik vagy mindkét fonémahatar ¢ ezredmdsodperces el-
toldsaval.

Ezen beszédfelismerés-specifikus médszer mellett altaldnos ellenpéldagenerald eljarast is alkal-
mazhatunk, a pozitiv példdk X halmazat haszndlva bemenetként, mely a negativ példak egy halmazat
adja kimenetként. A kovetkezékben Banhalmi algoritmusat alkalmazzuk [2]; alapétlete, hogy minden
pozitiv x € X példat X-en kivilre vetit. Ehhez elészor X hatdrpontjainak B halmazat hatdrozza
meg, majd minden pozitiv példat keresztiilvetit a hozza legkozelebb esé hatarponton. A vetitéshez
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Eljaras ‘ Pontossdg  Helyesség

GMM 20 Gauss-komponenssel 91.12% 91.80%
Hibas szegmensmintavételezés 91.97% 92.62%
Altaldnos ellenpéldageneralé eljaras, curv = 0.0, dist = 1.5 95.58% 95.82%
Antifonéma-modellezés nélkiil (referenciaérték) 88.17% 88.53%

10. tablazat. A harom alkalmazott mddszer fontosabb eredményei az Orvosi adatbazison (mondat-
felismerés, szegmensalapl eset).

két paramétert haszndl: curv hatdrozza meg az eredményként kapott felszin gorbeségét, mig dist
szabalyozza a generdlt ellenpélda és a felhaszndlt hatarpont tavolsagat. Végul ellendrzi, hogy az
djonnan generalt pont valéban X-en kivul esik-¢, mely a hatdrpontok meghatdrozasanal hasznalt
mddon torténik. Ha a pont nem valés kiilsé pont, az eljarast meg kell ismételni a méasodik (harmadik,
stb.) legkozelebbi hatarponttal. Ezeket a |épéseket X Osszes elemére végrehajtja, igy IV negativ példat
generdl az N pozitivhoz (Id. a 4. abrat).

Az eljaras nyilvanvalé gyengesége a nagyobb adatbazisok esetén igen magas idoigénye. Esetiinkben
valdban igen nagyméretli adatbazisok fordultak eld, igy az eljaras lefuttatasa killonbozd dist és curw
paraméterekkel irredlisan sok id6t vitt volna el. Ennek — a médszer felhaszndldsdhoz létfontossagu —
orvoslasdra egy sor médositast vezettiink be.

e Eszrevettiik, hogy az eljarés két, élesen elkiiloniild részre oszthatd: az elsé hatdrozza meg a
hatarpontokat, mig a masodik végzi el az ellenpélddk tényleges meghatdrozasat. Szerencsére
az elsd felelés a nagy id6komplexitasért, a két paraméter (dist és curv) viszont kizardlag a
masodikban fordul el6. fgy a tesztelt paraméterkombinacidk szamatdl fuggetlenul elég, ha az
els6 — és lényegesen lassabb — részt csak egyszer hajtjuk végre.

e A masodik rész még tovabb bonthaté: ha mar ismerjik is a hatarpontok B halmazat, elészor
minden x elemre meg kell hatdroznunk az z, € B hozza legkozelebbi hatarpontot. Ez az eljaras
sem hivatkozik a paraméterekre, igy levélaszthatd a tényleges vetitésrol, és elegendd, ha ezt is
csak egyszer hajtjuk végre (persze szigordan a hatdrpontok meghatdrozasa utdn), majd eredmé-
nyét eltdroljuk. Ezutan 4j dist és curv értékek kiprébalasakor elég x;, indexét kiolvasnunk egy
tombbdl ahelyett, hogy Ujra meghatdroznank, ahogy az algoritmus eredeti valtozatdban tortént.

e Végiil a tesztelés soran azt taldltuk, hogy az algoritmus utolsé 1épése (melyben az eredményiil
kapott pontot vizsgaljuk meg, vajon az eredeti halmaznak valdban kiilsé pontja-e) sem feltétleniil
szitkséges: nagyobb dist értékek haszndlatakor (esetiinkben mar ha dist > 1.5) a kapott pont
az eredeti példahalmaztdl tal tavol esik ahhoz, hogy ez el6fordulhasson. Természetesen a dist
érték csokkentésével a halmaz belsejébe vetités esélye n6, de ez a kockdzat elviselhetd, mivel a
vizsgalat (és az esetleges ismétlések) elhagyasaval igen nagymértékii gyorsulds érhetd el.

Ezen valtoztatdsok alkalmazasdval médunk nyilt mindhdrom mdédszer tesztelésére, melyet egy
mondatfelismerési probléman végeztiink el (Id. a 10. tablazatot). Referenciaértéknek az antifonéma-
modellezés elhagyasaval elért felismerési pontossagértékeket valasztottuk. A tesztelt médszerek koziil
az altaldnos ellenpélda-generalé eljaras alkalmazasa vezetett a legjobb teszteredményekhez, azon-
ban alkalmazdsahoz sziikség volt az itt bevezetett mddositasokra: nélkiilik ugyanis a médszer két
paraméterét nem lehetett volna megfeleléen behangolni az algoritmus futésiidé-igénye miatt.
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11. tablazat. A tézispontok és a szerzé publikacidinak viszonya

A fejezet eredményeinek tézisszerii osszefoglalasa

I1/1.

I1/2.

11/3.

A beszédfelismerési probléma keresési feladataban az eléallé hipotézisek altaldban koltségik
alapjan vannak rangsorolva, mely jellemzéen két |épésben szamitédik: elészor fonémaszintii
koltségeket aggregalnak a keretszintliekbsl, majd a hipotézisek koltségeit hatdrozzak meg a
fonémaszintliekbdl. A szerzd fuzzy fiuggvényeket alkalmazott ezen a két szinten: kozép aggre-
gacios operatorokat és hdromszégnormakat hasznalt a beszédfelismerés pontossaganak novelésé-
re. A korabbi megfigyelések fontossaganak csokkentésére bevezette a hatvanykozép operator
egy kétparaméteres valtozatat is. Egy felhasznalt dltaldnositott fuzzy metszet operator mindkét
paraméterének beallitdsdhoz az alkalmazas feladatat atfogalmazta egy kétdimenziés minimaliza-
lasi problémava, majd egy globalis optimalizald eljarast hasznalt annak megoldasara. A beszéd-
felismerés pontossdgaban elért javitasok azt jelzik, hogy az alkalmazott operatorok jobban illesz-
kednek a problémahoz, mint az eredeti szorzas miivelet (publikalva: [10; 12; 14; 15; 24; 25]).

A szerz6 kidolgozott egy alkalmazasorientalt eljarast a fuzzy metszet operatorok modellezésére
a logaritmikus generatorfiggvény bevezetésével. Feltéve, hogy ez a fliggvény szakaszonként li-
nedris, bevezetett egy technikat a fluggvény aktudlis problémahoz illesztésére az eloforduld vald-
szinliségek hisztogramjanak felhaszndldsaval. Ezt az eljardst a |l/1-es tézispontban bevezetett
minimalizalasi probléméban alkalmazta, és megmutatta, hogy nagyobb mértékben képes novelni
a beszédfelismerési pontossagot, mint a tesztelt klasszikus normdk (publikélva: [17]).

A szerz6 alkalmazott egy altalanos ellenpélda-generalé eljdrast a szegmensalapl beszédfelisme-
rési feladat antifonéma-problémajaban. A felhasznalashoz sziikséges volt az eljards futési idejé-
nek radikalis csokkentése, aminek elérésére a szerz6 szamos mdédositast is bevezetett. Ilgyjelen—
tosen csokkenteni tudta a beszédfelismerési hibat az antifonéma-problémara hasznalt standard
eljarasokhoz képest (publikalva: [9]).

Osszegzés

A szerz4 szerint a beszédfelismerés legfontosabb szempontjai a pontossag és a sebesség, mivel a
bemondott hangot a lehetd legpontosabban kell felismerni, és lehetdleg valds idoben. Mindkét tertile-

ten egy sor technikadt vezetett be, amelyek a kisérletek eredményei alapjan sikeresnek tekinthet6k.
Legtobb mddszer rendelkezik paraméterekkel, melyeket egy (j kornyezetben valdsziniileg djra be kell
allitani, azonban az ismertetett teszteredmények aldtdmasztjdk az eljdrdsok hatékonysagat. Néhany

igen altaldnos médszert is sikeriilt bevezetni (logaritmikus generatorfliggvény, az altalanos ellenpélda-
generdld algoritmus javitdsai), melyek a beszédfelismerési teriileten kiviil is alkalmazhatdak.

16



Hivatkozasok

[1]

2]

3]

[4]
[5]

[6]
[7]

[8]
[9]

[10]

[11]

[12]

[13]

[14]

L. R. Bahl, P. Gopalakrishnan, and R. L. Mercer. Search issues in large vocabulary speech
recognition. In Proceedings of the 1993 IEEE Workshop on Automatic Speech Recognition,
Snowbird, UT, 1993.

A. Béanhalmi, A. Kocsor, and R. Busa-Fekete. Counter-example generation-based one-class clas-
sification. In Proceedings of ECML, pages 543-550, 2007.

J. Dombi. Towards a general class of operators for fuzzy systems. IEEE Transaction on Fuzzy
Systems, 16(2):477-484, 2008.

D. Dubois and H. Prade. Fundamentals of Fuzzy Sets. Kluwer Academic Publisher, 2000.

R. O. Duda and P. E. Hart. Pattern Classification and Scene Analysis. Wiley & Sons, New York,
1973.

W. Gerstner and W. M. Kistler. Spiking Neuron Models. Cambridge University Press, 2002.

J. R. Glass. A probabilistic framework for segment-based speech recognition. Computer Speech
and Language, 17(2):137-152, 2003.

G. Gordos and G. Takdcs. Digital Speech Processing (in Hungarian). Miiszaki Konyvkiadé, 1983.

G. Gosztolya, A. Banhalmi, and L. Téth. Using one-class classification techniques in the anti-
phoneme problem. In Proceedings of the 2009 Iberian Conference on Pattern Recognition and
Image Analysis (IbPRIA), volume LNCS 5524, pages 433-440, Porto, Portugal, 2009.

G. Gosztolya, J. Dombi, and A. Kocsor. Applying the Generalized Dombi Operator family to
the speech recognition task. Journal of Computing and Information Technology, 17(3):285-293,
20009.

G. Gosztolya and A. Kocsor. Improving the multi-stack decoding algorithm in a segment-based
speech recognizer. In Proceedings of the 16th International Conference on Industrial and En-
gineering Applications of Artificial Intelligence and Expert Systems (IEA/AIE), volume LNCS
2718, pages 744-749, Loughborough, England, UK, 2003.

G. Gosztolya and A. Kocsor. Aggregation operators and hypothesis space reductions in speech
recognition. In Proceedings of the 2004 Conference on Text, Speech and Dialogue (TSD), volume
LNCS 3206, pages 315-322, Brno, Czech Republic, 2004.

G. Gosztolya and A. Kocsor. A hierarchical evaluation methodology in speech recognition. Acta
Cybernetica, 17(2):213-224, 2005.

G. Gosztolya and A. Kocsor. Speeding up dynamic search methods in speech recognition. In
Proceedings of the 18th International Conference on Industrial and Engineering Applications of
Artificial Intelligence and Expert Systems (IEA/AIE), volume LNCS 3533, pages 98-100, Bari,
ltaly, 2005.

17



[15] G. Gosztolya and A. Kocsor. Using triangular norms in a segment-based automatic speech

recognition system. International Journal of Information Technology and Intelligent Computing
(IT & IC) (IEEE), 1(3):487-498, 2006.

[16] G. Gosztolya, A. Kocsor, L. Téth, and L. Felfoldi. Various robust search methods in a Hungarian
speech recognition system. Acta Cybernetica, 16(2):229-240, 2003.

[17] G. Gosztolya and L. L. Staché. Aiming for best fit t-norms in speech recognition. In Proceedings
of the 2008 International Symposium on Intelligent Systems and Informatics (SISY) (IEEE),
pages 1-5, Subotica, Serbia, Sept 2008.

[18] G. Gosztolya and L. Téth. Detection of phoneme boundaries using spiking neurons. In Pro-
ceedings of the 2008 International Conference on Artificial Intelligence and Soft Computing
(ICAISC), volume LNCS 5097, pages 782-793, Zakopane, Poland, 2008.

[19] D. J. Hand, H. Mannila, and P. Smyth. Principles of Data Mining. The MIT Press, 2001.
[20] G. H. Hardy, J. E. Littlewood, and G. Pdlya. Inequalities. Cambridge University Press, 1968.

[21] W. Huyer and A. Neumaier. Snobfit — stable noisy optimization by branch and fit. ACM
Transactions on Mathematical Software, 35(2):1-25, 2008.

[22] F. Jelinek. Statistical Methods for Speech Recognition. The MIT Press, 1997.
[23] E. P. Klement, R. Mesiar, and E. Pap. Triangular Norms. Kluwer Academic Publisher, 2000.

[24] A. Kocsor and G. Gosztolya. Application of full reinforcement aggregation operators in speech
recognition. In Proceedings of the 2006 Conference of Recent Advances in Soft Computing
(RASC), Canterbury, UK, 2006.

[25] A. Kocsor and G. Gosztolya. The use of speed-up techniques for a speech recognizer system.
The International Journal of Speech Technology, 9(3-4):95-107, 2006.

[26] T. N. Sainath. Acoustic landmark detection and segmentation using the McAulay-Quatieri
sinusoidal model. Master's thesis, MIT, 2005.

[27] R. Schwartz, L. Nguyen, and J. Makhoul. Multiple-pass Search Strategies, chapter 18, pages
429-456. Kluwer Academic Publisher, Philadelphia, PA, 1996.

[28] D. M. Tax. One-class classification; Concept-learning in the absence of counter-examples. PhD
thesis, Delft University of Technology, 2001.

[29] L. Téth, A. Kocsor, and J. Csirik. On Naive Bayes in speech recognition. International Journal
of Applied Mathematics and Computer Science, 15(2):287-294, 2005.

[30] L. Téth, A. Kocsor, and G. Gosztolya. Telephone speech recognition via the combination of
knowledge sources in a segmental speech model. Acta Cybernetica, 16(4):643-657, 2004.

[31] S. Young. Statistical modelling in continuous speech recognition. In Proceedings of the Interna-
tional Contference on Uncertainty in Artificial Intelligence, Seattle, 2001.

18



