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Bevezetés

A jelenleg hasznalatos beszédfelismerési technolégia matematikai alapelvekre épiil és csak minimalisan
veszi figyelembe az emberi beszédpercepcidra vonatkozé eredményeket. Vannak ugyan prébalkozasok
ezen ismeretek felhaszndldsara, de ezek a altaldban csak az eléfeldolgozasi Iépést finomitjak, a statisz-
tikai keretrendszert érintetlenil hagyva. A haromallapoti rejtett Markov-modellekre (HMM) épiild,
beszédhang-alapi modellezési technoldgia célszeriiségét nagyon kevesen kérddjelezték meg az elmilt
évtizedben. A fejleszték az eredmények javitdsa céljabdl inkabb az adatbazisok méretét novelték és a
nyelvi modelleket finomitottak. Egyre inkdbb Ggy tlinik azonban, hogy a jelenlegi metodolégia elérte
képessége hatarait. Talan itt az ideje, hogy az akusztikai modelleken is javitsunk, kozelitsik tulaj-
donsdgaikat az emberi hallds miikodéséhez — mindekozben a statisztikai megkozelitést is megtartva.

Jelen disszertdcié inditasaként osszegylijtjik a rejtett Markov-modellek azon jellemzdit, amelyek
az emberi beszédpercepcié tulajdonsdgainak ellentmondanak, majd felvazoljuk, hogy ezek helyett
mit varnank el egy fejlettebb megoldastdl. Ravilagitunk a beszédjelek statisztikai modellezésének
kulcskérdésére, miszerint a mondatokhoz rendelt valészintiségi értékeket valamely kisebb egységek
valdsziniiségébdl vagyunk kénytelenek osszerakni. A valdszinliségszamitds sajnos elég kevés eszkozt
nydjt egy sokvéltozds valdsziniiségi eloszlas felbontasara. Mégis, ezeket a szokvanyostdl eltéré médon
alkalmazva kulonféle, a HMM-t4l eltéré modelleket vezethetiink le. A disszertacidban vizsgalt modellek
kozos jellemvonasa, hogy az épitdelemek posterior valdszinliségét kozelitik és azokbdl épitkeznek, mig
a HMM az adatok osztélyonkénti eloszlasat igyekszik leirni. A posterior valésziniiségek kozelitésére
mesterséges neuronhdlékat (ANN) alkalmazunk. Ennek kiilonféle el6nyei vannak a szokvényos — az
osztalyonkénti eloszlasok Gauss-komponensekkel torténé — modellezésével szemben.

A rejtett Markov-modelles technoldgia leginkdbb vitathaté tulajdonsdga, hogy a valdszinliségek
felbontdsaval egészen a beszédkeretek szintjéig megy le. Ezekrdl aztan feltételezi, hogy az egyes
szegmentumokon beliil fliggetlenek (ez az an. naiv-Bayes feltételezés), s ezért a hozzajuk rendelt
valdsziniiségi értékeket Osszeszorozza. A disszertdciéban két olyan modellezési megoldast vizsgdlunk
meg, amelyek elkeriilik ezt a felbontasi [épést. Az egyik esetben egyaltalan fel sem bontjuk a szegmen-
tumokat keretekre, hanem egy egységként parametrizéljuk 8ket. igy jutunk el az tin. szegmentum-alapd
modellek csalddjdhoz, és a disszertacio egy jelentds része ezekkel foglalkozik. Mint kidertl, ennek a rep-
rezentaciénak szamos j6 tulajdonsaga van, példaul sokkal jobbnak bizonyul a fonetikai szegmentumok
osztalyozasidban. Nehézségei vannak viszont a felismerés soran a helyes szegmentalds megtalalasaval,
amely probléma kikiiszobolésére tobbféle megoldast javasolunk és teszteliink le.

A szegmentum-alapi mdédszercsaldd gyenge pontjaival szembesiilve a masik vizsgalt modellben
visszatériink a keretalapu feldolgozashoz. Azonban, varatlan médon, a keretekhez rendelt valészinliségi
értékeket szorzas helyett atlagoljuk. Ez els6 pillanatra ésszerlitlennek tiinhet, de tobb érvet is hozunk
a haszndlhatésagara. A beszédhang-osztélyozasi kisérletek is azt igazoljak, hogy az értékek atlagolasa
nem rosszabb megoldas, mint a szorzas. A teljes felismerési feladat megoldasara azonban az atlagolds
maddszer csak akkor képes, ha kiegészitjik egy, a szegmentalas valdsziniiségét megadé komponenssel —
a szegmentum-alapu rendszerrel szerzett tapasztalatokkal osszhangban. Az ily médon el6éllé modellt
‘atlagolés HMM/ANN hibridnek’ nevezziik el. Ez az aj konstrukcié mind a beszédhang-felismerési,
mint az izolalt szavas felismerési feladatokban valamivel jobb teljesitményt nydjt, mint a hagyomanyos
HMM. Az utolsé fejezetben egy picivel még tovabb fokozzuk a hibrid modellek képességeit, amikor is
kiegészitjuk Gket egy explicit hosszmodellel, illetve egy djramintavételezés-alapu tanitdsi sémaval.



A disszertdcié egyik kiilonlegessége, hogy az osszes elofordulé modellt szegmentums-alapi nézépont-
bél vizsgalja. Ezt a latdsmdbdot eredetileg a szegmentalis modellekkel vald kisérletezés tette sziikségessé,
de a keretalapl rendszerek elemzésében is nagyon hasznosnak bizonyult. Ami a legfontosabb, rairanyi-
totta figyelmiinket a szegmentalasi részfeladat megoldasanak fontossagdra. Mind a hagyomanyos,
mind a hibrid HMM modellt megvizsgaljuk ebbdl a szemszoghdl, és mindkét esetben arra jutunk,
hogy lényegében a keretek valdszinliségének szorzassal valé kombindlasa teszi képessé ezeket a rend-
szereket a beszédjel fonetikai szegmentumainak megtaldlasira. Maga ez a szemléletmdd és az altala
nyert betekintés a keretalapl rendszerek miikodésébe fontosabb eredménynek tiinik, mint a két java-
solt Ujszeri modell.

A disszertacidban eléforduld felismerési teszteket magyar beszédkorpuszokon hajtottuk végre. Mivel
néhany kivételtdl eltekintve mas még nem végzett hasonld vizsgdlatokat ezeken az adatbazisokon, ezért
osszehasonlitas céljabdl a HTK nevii rendszerrel allitottunk el6 rejtett Markov-modelles eredményeket.

A felbontas problematikaja a beszédfelismerésben

A gépi tanulds elméleti megkozelitései kozil a gyakorlatban a statisztikai alakfelismerés a legsikeresebb.
Az ennek alapjat képezd Bayes dontési szabdly szerint a sikeres osztalyozashoz a P(W|X) posterior
valésziniiség ismerete sziikséges a W osztélycimkék és X mérési vektorok osszes lehetséges kombi-
nacidjara. Sokféle mddszer ismert a fenti valdszinliség becslésére, és ezek szamos gyakorlati terileten
bevaltak. A beszédfelismerés azonban kilég a szokvanyos felismerési feladatok koziil olyan értelemben,
hogy a lehetséges mérési adatok (sziinet nélkiil kimondhaté beszédjelek) és osztalycimkék (beszédhang-
vagy szdsorozatok) szama tdl nagy, s ezért mindkett6t kisebb egységekre kényszeriliink bontani. A
valdsziniiségi eloszlasok becslésére szolgalé technikdkat csak ezekre a kisebb egységekre alkalmazzuk,
és a teljes jelhez tartozé valdszinliséget a kisebb egységekhez rendelt értékekbdl rakjuk ossze. Alapvetd
kérdés tehat, hogy hogyan valasztjuk meg ezeket az egységeket, hogyan becsiiljiik a hozzajuk tartozé
valésziniiségeket, és hogy ezeket az értékeket hogyan integraljuk egyetlen globalis értékké.

A valészinliségszamitas viszonylag kevés (egyszer(i) médszert kindl a tobbvaltozds valdsziniiségek
manipuldldsira és felbontasara. Az egyik ezek kozill a Bayes szabaly, amelynek segitségével meg-
cserélhetjik a valtozok szerepét egy feltételes valdszinliségben. Ennek koszonhetden lehetdséglink
van valasztani, hogy a P(W|X) vagy a p(X|W) értékeket szeretnénk-e modellezni. Mivel az eldbbi
diszkrét, utébbi pedig folytonos eloszlas, ezért modellezésiik eltérd technikat igényel. Az osztalyok
P(W|X) posterior valésziniiségének kozelitésére a mesterséges neuronhdlé a legnépszeriibb eszkoz,
mig a p(X|W) osztalyonkénti eloszldsokat leginkabb Gauss-gorbék silyozott osszegével szokas koze-
liteni. A beszédfelismerésben az utdbbi, an. generativ modellezés az elterjedtebb.

Egy masik fontos felbontdsi mddszer a rejtett valtozék bevezetése. A beszédfelismerésben a
beszédjel S fonetikai szegmentaladsat szokas ilyen rejtett valtozoként kezelni. Feltételezve, hogy a
jelnek egyetlen helyes szegmentdldsa van, alkalmazhatjuk a teljes eseményrendszerekre vonatkozé
szabalyt, majd ez emiatt bejovo Osszegzést lecserélhetjik maximalizalasra:

p(XIW) = p(X,S|W) = p(X|S,W)P(S|W) ~ max p(X|S, W) P(S|W), (1)
S S

ahol a masodik Iépésben a lancszabdlyt alkalmaztuk. Ily médon a maximalizalds révén a felismerési
feladat egy W és S folotti keresési problémava valik.



Egy tovédbbi felbontési triikkk a komponensek fiiggetlenségének feltételezése (mas néven a naiv
Bayes-feltevés). Ezt két szinten is alkalmazhatjuk. Elsé [épésben a teljes jelet fonetikai szegmentumok-
ra bontjuk, és ezek fiiggetlenségét feltételezve az kapjuk, hogy

p(X|S, W) ~ prm és  P(S|W) ~ Hpsm (2)

ahol X; az S; = (si_1, $i) szegmentumhatarok altal kijelolt adatblokkotjeloll, u; pedig a szegmentum
fonetikai cimkéje.

A rejtett Markov-modell a szegmentumokat még tovdbb bontja. Ehhez az X; szegmentumot
adatkeretek egy (xs, ,,...,s,—1) sorozataként reprezentdlja, a szegmentumhoz tartozé valésziniiséget
pedig a naiv Bayes-feltevést ismét alkalmazva az alabbi médon kozeliti:

8;—1
p(Xifus) ~ H plajlue), (3)
J=8i—1
mig P(S;|u;) becslésére pedig geometriai eloszlassal leirt hosszmodellt alkalmaz (az allapotatmenet-
valésziniiségek segitségével).

Habar a fenti levezetés matematikai szemszoghdl vonzdan egyszerii, beszédpercepcids szempontbdl
jéforman minden |épése megkérddjelezhetd. A legtobb kritika a legutolsé 1épést ((3)) éri. Mar tud-
juk példaul, hogy az emberi agy ‘feldolgozasi egysége’ idoben hosszabb és frekvencidban keske-
nyebb, mint a beszédfeldolgozas adatkeretei [9]. A keretek feltételes fiiggetlenségének feltételezése
is sok szempontbdl vitathaté [13]. Harmadrészt, pusztdn technikai szempontbdl az osztdlyonkénti
valdszinliségekre valé visszavezetés nem feltétleniil a legjobb valasztas. Sokak szerint a posterior
valésziniiségekbdl valé épitkezés, valamint azok neuronhdlékkal valé kozelitése a gyakorlatban sokkal
elénydsebb [4].

A tovabbiakban két olyan felbontdst vizsgdlunk meg, amelyek posterior-alapu felirdsokat eredmé-
nyeznek. Az egyik a szegmentumokat egy egységként kezeli, igy a keretekre valdé szétbontést teljes
mértékben elkertli. A masik keretekbdl épitkezik ugyan, de azok posterior valdszinliségét szorzas
helyett atlagolassal kombinalja.

A posterior-alapu szegmentalis beszédmodell

A szegmentum-alapi modellek bevezetését a (3) alatti felbontasi Iépés kikeriilésének célja motivalta.
Az irodalomban eléforduld szegmentélis modellek tobbsége generativ [13], posterior-alapt megoldasok
viszonylag ritkdk [1][12][21]. A kettd kozotti Iényeges kiilonbség, hogy mig az elébbiekben a felbontas
az (1) egyenlettel indul, addig az utébbiban az els6 1épés ez:

P(W[X) = 3 PW.SIX) = 3 P(WIS, X)P(S|X) ~ max P(W|S, X)P(S|X).  (4)
S S

Az elddllé komponenseket ezutdn szegmentumokra bontjuk:

P(W|X) ~ HPuZ|X és  P(S|X) ~ HPS|X (5)



Osztalyozasi hibaarany
Csak energiajellemzok | Energiajellemzék + hossz

47.72% 42.15%
Off-line normalizaldsi médszerek CER%
Atlag és széras normalizélasa (teljes spektrum) | 40.27%
Atlag és széras normalizélasa (sdvonként) 37.75%
On-line normalizaldsi modszerek
RASTA sziirés 43.86%
Atlag és szdras norm. (sdvonként, 7 = 250ms) | 41.12%
Atlag és széras norm. (sdvonként, 7 = lsec) 40.36%
Nemlinedris AGC (savonként, 7 = 250m.s) 39.64%
Nemlinedris AGC (sédvonként, 7 = lsec) 38.49%
T méretli megfigyelési kornyezettel
Normalizalas 7= 1580msec | 7= 250msec | T = lsec
Off-line 4tlag és szérds norm. 33.18% 34.49% 36.12%
Nemlinearis AGC (Isec) 33.51% 34.85% 36.25%

| onset/offset jellemz8kkel (off-line norm., 150ms kornyezet) | 32.17% |

1. tabldzat. Beszédhang-osztalyozasi hibaaranyok az MTBA korpuszon

P(ui| X;) feladata a szegmentumokhoz beszédhang-cimkék valészinliségét rendelni, ezért ezt a
komponenst beszédhang-osztalyozonak fogjuk nevezni. P(S;|X;) neve a szegmentum valdsziniisége
és azt adja meg, hogy az adott jelrészlet milyen valészinliséggel tartozik beszédhanghoz. Az ezen
értékekbdl eléallé P(S|X) komponenst a szegmentdlds valésziniiségének fogjuk nevezni.

Ha a beszédhangok osztalyozasdra neuronhadlét szeretnénk haszndlni, akkor minden szegmentu-
mot a hosszatdl fuggetlenil ugyanannyi jellemzével kell leirnunk. A legegyszeriibb megoldés ilyen
jellemzék elddllitdsara, ha a hagyomanyos keretalapi jellemzok atlagdval reprezentdljuk a szegmen-
tumot. Ezt a technikdt mi a jelek Bark-sdvokban mért energidira alkamaztuk, a szegmentumot az
idétengely mentén hdrom harmadra osztva és az atlagoldst mindhdrom darabon elvégezve. Az igy
kapott energiajellemzbket tovabbi olyan jellemzokkel egészitettiik ki, mint a szegmentum hossza vagy
az atlagos sdvenergidk a szegmentum valamely kornyezetében. Kisérleteztiink tovabba 'onset/offset’
jellemzékkel, amelyek a valtozas erdsségét mérik a szegmentum elején /végén. A beszédjel energidjanak
normalizélasa céljabdl egy automatikus erdsitésszabalyozé (AGC) algoritmussal, valamint az atlag és
széras normalizalasdval is prébdlkoztunk. A jellemzdk paramétereit az MTBA telefonos adatbazison
l6ttiik be. A 1. tabldzatban megfigyelhetjik, hogy az egyes jellemzok fokozatos hozzdadassa ho-
gyan javitotta a beszédhang-osztédlyozasi eredményeket. Habar hasonlé energiajellemzokkel masok is
kisérleteztek [6], az &ltalunk bevezetett tobbi jellemzé az altaluk hasznaltaktdl eltér.

A kapott jellemzokészlettel a szambemondasokat tartalmazé OASIS-Numbers adabazison is végez-
tunk beszédhang-osztélyozasi teszteket. Ez esetben HMM-es és SVM-es 6sszehasonlité eredményeink
is vannak (Id. 2. tdblazat), amelyek egyértelmiien a a szegmentdlis jellemzokészletiinket hasznald
posterior-alapd modellek (ANN és SVM) javara billennek.



HMM ANN | SVM
9.34% | 7.78% | 5.81%

2. tablazat. Beszédhang-osztalyozasi hibaaranyok az OASIS-Numbers korpuszon

A szegmentumok osztalyozdsa sokkal egyszer(ibb feladat, mint jé becslést adni a P(S|X) szeg-
mentdlasi valdszinliségre. Az irodalomban taldlhatunk olyan példakat, ahol egy HMM-felismerdvel
allitjdk elé az N legvaldsziniibb szegmentdlast, s igy a P(S|X) komponenst egyszeriien elhagyjak
[1]. Egy masik lehetéség keretrdl keretre megbecsiilni annak valésziniiségét, hogy az adott pozicid
szegmentumhatdr. Ezutdn ezek értékek szorzataként becsiilhetjik P(S|X)-et [12]. Mi a szdmitési
hatékonysag érdekében olyan megoldast igyekeztiink keresni, amely a beszédhang-osztdlyozét teszi
képessé arra, hogy egyuittal a P(S;|X;) értékeket is kozeliteni tudja.

Hogy megértsik P(S;|X;) szerepét, gondoljunk arra, hogy a dekddoldalgoritmus a felismerés
soran olyan szegmentumokkal is taldlkozik, amelyek nem felelnek meg beszédhangoknak — Glass és
tarsai terminoldgidjaval 'antifénok’ [6]. A beszédhang-osztalyozé ezeket sem felismerni, sem jelezni
nem képes, hiszen ilyen szegmentumokon nem tanitottuk és specidlisan ezekhez rendelt kimenete
sincs. Ha azt akarjuk, hogy az osztdlyozénk ezeket a szegmentumokat is kezelni tudja, akkor ki kell
egészitenuink egy tovabbi osztéllyal, tovabba a tanitas soran ebbe az osztlyba tartozé tanitdpélddkat
is kell generdlnunk. Utdbbit Ggy oldottuk meg, hogy a (kézileg szegmentalt) tanitdéadatbazisbdl vett
fonetikai szegmentumok mindkét hatarat eltoltuk mindkét iranyban 30-30 ezredmasodperccel, és ezen
'hibas’ hatarok segitségével beszédhangonként 6-6 antifén tanitépéldat allitottunk eld.

Ha mar rendelkeziink a P(S;|X;) becslésekkel, akkor P(S|X )-et az aldbbi médon kozelithetjiik:

P(S|X) ~ HP (Si]X0). (6)

Sajnos a gyakorlatban azt talaltuk, hogy ez a modszer nem normalizdlja megfelelGen a jel kiilonféle
lehetséges szegmentaldsait. Glass et al. szerint kiegyensulyozottabb értékeket nyujt egy olyan kozelités,
amely nem csak az adott S szegmentélds szegmentumait veszi figyelembe, hanem az osszes szegmen-
tumot, amellyel a felismerd taldlkozik a dekédolas sordn. Ez alapjan a kovetkezd formuldhoz juthatunk:

P(S|X) ~ HP SilXa) [T = P(s|X(5))), (7)

seS
ahol S az S-be esé S; szegmentumok halmazanak komplementerét jeloli. Ez a képlet mindig fel-
haszndlja az Osszes szegmentalis becslést — ezek mindegyike vagy az els6, vagy a masodik tényezbbe
esik attdl fiiggben, hogy az éppen kiértékelt szegmentdlasnak az adott szegmentum része-e vagy sem.

A (7) képlettel az a gond, hogy a mésodik tényezdje til sok komponenst tartalmaz, igy a gyakor-
latban nem tudjuk hatékonyan kiértékelni. Ezért azt a kozelitést alkalmaztuk, hogy S-nek csak azokat
az elemeit vettik figyelembe, amelyek S elemeihez bizonyos definicié szerint kozel esnek. A mddszer
alapotletét a SUMMIT rendszerbdl vettiik [6], de az "antifén’ elemeket eltéré médon haszndljuk, hiszen
a miénkkel szemben a SUMMIT generativ felbontdst alkalmaz.

Rendszeriink beszédhang-felismerési képességét az MTBA adatbazison mértiik le, nyelvi modell
tdmogatasa nélkil. A felismert beszédhangok aranyat (10%-on tartott beszdrasi hiba mellett) az 3.
tablazat oOsszesiti. Izolalt szavas felismerési kisérleteket is végeztiink, mégpedig az OASIS-Numbers
adatbéazison; az eredményeket a 4. tabldzat mutatja. Mindkét tabldzatbdl az olvashatjuk ki, hogy a
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Mondatszintl felismerési eredmények
antifénok nélkiil | antifén-kombinalds (6) szerint | antifén-kombindlas (7) szerint | HMM
53.44% 58.74% 61.34% 61.60%

3. tablazat. Beszédhang-felismerési hatékonysag (% korrekt) az MTBA adatbazison

Szegmentum-alapi modell | HMM
0.95% 0.80%

4. tablazat. Széfelismerési hibaaranyok az OASIS-Numbers adatbézison

Jellemzbkészlet
Antifén-modell l. ‘ [l

Antifén-modell nélkiil 67.17% | 68.58%
Antifén-modell (7) szerint | 72.28% | 77.28%
RNN 72.39% | 75.21%

5. tablazat. Szészintl felismerési pontossagok RNN-t hasznélva, a BeMe-Children adatbézison

szegmentum-alapl rendszer épp csak utolérte a HMM-et, de feltilmdlni nem tudta azt. Mivel a szeg-
mentumok osztalyozdsdban a szegmentalis rendszer sokkal jobb volt, az eredményekbdl arra kovet-
keztettiink, hogy a szegmentdlasi valdszinliségek becslése még mindig nem elég pontos. A javitas
érdekében két tovabbi mddszerrel kisérleteztiink.

Neuronhaldink mesterségesen elééllitott 'antifén’ tanitépélddkon valé tanitdsa helyett olyan ta-
nuldalgoritmusokkal is prébalkozhatunk, amelyek egyosztalyos tanuldsra képesek, azaz meg tudjak
tanulni valamely osztdly hatarait a kornyezetébdl szarmazé ellenpélddk nélkil is. A replikdtor neu-
ronhalé (RNN) egy olyan neuralis modell, amely képes erre [7]. Az RNN alapotlete elég egyszerii:
megtanulandé célértékekként is a bemend adatokat hasznaljuk. Ekkor a tanulds sordn a négyzetes hiba
minimalizalasa altal a halé arra kényszerul, hogy minél pontosabban rekonstrualja az input-adatokat.
Teszteléskor az ezektdl tavol es6 mintdk altaldban nagy rekonstrukcids hibat eredményeznek, amely
hiba ily médon felhasznalhaté a megtanult osztélyon kivil esé pontok detektalasara.

Az RNN-re épiil6 antifén-modellt egy harmadik, gyerekek hangfelvételeit tartalmazé adatbazison
teszteltiik. A teszteket két kiilonbozo jellemzokészlettel is lefuttattuk; az elért felismerési szazalékokat
az b. tablazat osszegzi. Az eredmények azt mutatjak, hogy az RNN a kordbbi médszerhez képest egy
lehetséges alternativat nydjt az antifénok kezelésére — tanitépéldak mesterséges generaldsa nélkdl.

Az RNN mellett azzal is prébélkoztunk, hogy egy neuronhalét betanitunk (keretenként) a szegmen-
tumhatdrok felismerésére. A hald segitségével jelentdsen csokkenteni lehet a felismerés soran kiértékelt
lehetséges szegmentumhatar-pozicidk szamat. lly médon a felismerés gyorsabba és pontosabba is te-
hetd. A 1. dbra szemlélteti a halé kimenetét, illetve az abbdl eldallitott ritka szegmentalast. Amint az a
6. tablazatbdl kiolvashatd, ezzel a médszerrel mind a futdsidét, mind a hibaaranyt sikerilt csokkenteni
az Qasis-Numbers adatbazison (vo. 4. tablazat).

A szegmentdlis jellemz&készletet TIMIT korpuszon mért beszédhang-osztdlyozasi eredményekkel [10]-
ben publikaltuk. A szegmentalis felismers szerkezetét beszédhang-osztalyozasi, -felismerési és szészintii
eredményekkel [15]-ben és [16]-ban publikdltuk. Az RNN-es eredmények [17]-ben jelentek meg.



1. dbra. Ritka szegmentdlds a hatarokat tanulé neuronhdlé segitségével

| Szegmentéldsi mddszer | szészintli hiba | kiértékelés id8tartama |
egységesen b keretenként 0.95% 549,250 msec
ANN-alapu ritka szegmentalas 0.78% 204,734 msec

6. tablazat. Szdészintli hibaaarany az OASIS-Numbers korpuszon ANN-alapu el6szegmentalassal

A naiv Bayes-feltételezés szerepe a beszédfelismerésben

A szegmentalis modellt azért vezettiik be, hogy kikiiszoboljik a szegmentumok keretekre bontasat s
ezaltal a hibasnak vélt naiv Bayes-feltevést. Természetesen azt reméltiik ettdl, hogy az ily médon eléallé
0j rendszer jelentésen felilmilja a régit. Ezzel szemben azt tapasztaltuk, hogy a szegmentum-alapi
rendszer épp csak utolérte a HMM-et. Ez nem céfolja, hogy a HMM nagyfoki modellezési torzitassal
rendelkezik, de lgy tiinik, hogy ez a torzitds valamiért nem rontja le a felismerési képességeit. Az
alabbiakban megprébaljuk megmagyarazni, hogy ez hogyan lehetséges. Az elvi okfejtés mellett néhdny
kisérletet is elvégziink, amelyekben egy leegyszerisitett HMM-et és generativ modellt mériink ossze.
Ezek a kisérletek is segithetnek megérteni a kétfajta modell elényeit és hatranyait egymashoz képest.
Elég konnyl érveket hozni arra, hogy a keretek HMM altal feltételezett feltételes fiiggetlensége
miért nem teljestl. A szomszédos adatkeretek eleve korrelaltak az artikulacié folytonossdga miatt, és
az olyan jelfeldolgozasi |épések, mint a trajektdridk simitdsa vagy a delta-jellemzék kinyerése a kor-
relaciét tovabb novelik. Habar ezen érveket szamos szerzénél megtalalhatjuk [13], dgy tiinik, egyetlen
beszédfelismeréssel foglalkozé kutatéban sem fogalmazddott meg a kérdés — hogy akkor mégis miért
miikodik olyan j6l a HMM a gyakorlatban? A gépi tanulas irodalmaban azonban tobb cikk is foglalkozik
a naiv Bayes-feltevés sokszor indokolatlanul jénak tiin6 osztalyozasi teljesitményével. Ezek rémutatnak
arra, hogy a naiv Bayes-feltevés sok olyan esetben is optimalis osztalyozashoz vezet, amikor az dltala
adott valdszinliségi becslések nagyon pontatlanok [5]. llyen eset példdul az, amikor a jellemzok kozott
teljes funkcionalis fliggés all fenn. De a naiv Bayes-osztalyozas olyankor is kozel optimalis, amikor a
fuggoség csak kozelitdleg teljes. Konnyen megérthetjik, hogy miért: ilyen esetekben az erdsen fliggd
jellemzék (esetiinkben a szomszédos beszédkeretek) kozel azonos valdsziniiségi becsléseket adnak,
igy amikor oOsszeszorozzuk Oket, az kb. olyan, mintha egyetlen becslést hatvanyoznank. Az igy kapott
valdszinliségi értékek jelentdsen alul fogjak becsiilni a valédi valdsziniiségeket — de mivel a hatvanyozas
a nagysagrendi viszonyokat megdrzi, ezért ennek ellenére helyes osztdlyozast fognak eredményezni.
A fenti érvelés megmagyardzza ugyan, hogy a HMM miért képes helyesen osztalyozni a szegmen-
tumokat, de azt is meg kell fejtentink, hogy a szegmentalas problémajat hogyan oldja meg. Elvileg
az allapotatmenet-értékek hatarozzdk meg, hogy a HMM milyen allapotsorozaton megy keresztil,



Osztélyozasi || Felism. pontossag
Beszédhang-modell Pontossag Unigram \ Szétar
Keretalapu, szorzdssal 92.33% 82.05% | 96.87%
Keretalapu, atlagolassal 78.04% — 86.28%
Keretalapt, szorzassal, n-edik gyok 92.33% — 41.78%
Szegmentilis 94.58% 46.25% | 87.00%
Szegmentilis, n-edik hatvany 94.58% 57.99% | 88.29%

7. tablazat. Osztalyozasi és felismerési pontossagok az Oasis-Numbers adatbazison

igy azt gondolhatnank, hogy I[ényegében ezen értékeken mulik, hogy a dekddolds sordn mely szeg-
mentalasokhoz rendeliink nagy valdsziniséget. Meglepé médon azonban sok kutaté arrél szamolt be,
hogy az allapotatmenet-valésziniiségeknek jéforman semmi hatasuk sincs a felismerés hatasfokara [4]!
Ebbdl az kovetkezik, hogy Iényegében a szegmentdlast is a naiv Bayes kombinalasi szabaly oldja meg!

Hogy megértsiik ennek mikéntjét, vizsgdljuk meg, hogyan viselkedik a HMM, amikor a felismerés
soran minden lehetséges szegmentalast kiértékel. Nyilvdnvald, hogy a naiv Bayes-szabdly a rovid szeg-
mentumokat preferalja, hiszen kicsi pozitiv szdmokat szoroz ossze. A gyakorlatban a nyelvi modell
segit elkerulni, hogy a HMM a jelet apré darabokra vagja — nyelvi modell hijan altaldban be kell
vezetnunk egy, a beszirasokat blinteté tényezot. Ha a HMM-et rakényszeritjik a szomszédos keretek
osszevonasara, akkor nyilvan azokat a kereteket fogja osszevonni, amelyeknek valamely osztdly szerinti
valésziniisége konzisztensen nagy. Ha a keretenkénti valészintiségértékek viszonylag megbizhatdak, ak-
kor az ilyen keret-részsorozatok tobbnyire egybe fognak esni a valédi fonetikai szegmentumokkal, mig
a szomszédos beszédhangokon &tivel6 részsozoratokban a keretenkénti értékek nagysaga erésen szérni
fog, s igy az ilyen 'antifénokhoz’ a naiv Bayes-szabdly kis valészinliségi értéket fog rendelni.

A kisérletekben egy 1-allapoti HMM-et hasonlitottunk ossze egy egyszer(i szegmentalis modellel.
Utdbbi csak az energiajellemzbket hasznalta, és ezek eloszlasat generativ médon, Gauss-komponensek-
kel kozelitette. lly médon a két rendszer kozt kiilonbség egyediil a p(X;|u;) komponensben volt. A naiv
Bayes-feltevés hatdsat megértendd egyrészt megprébaltuk a belle adédé alulbecslést kompenzalni n-
edik gyok vondsaval (ahol n a keretek szdma a szegmentumban), masrészt megkiséreltiink hasonlé
torzitast eldidézni a szegmentalis modell valdszinliségi becsléseiben n-edik hatvanyra emeléssel. Puszta
kivancsisagbdl a keretenkénti értékek atlagolasat is kiprébaltuk.

A kisérleti eredményeket a 7. tablazat Osszegzi (az Oasis-Numbers adatbazist hasznaltuk). Az
osztalyozasi eredmények egybeesnek kordbbi megfigyeléseinkkel — a szegmentalis reprezentacié jobb
ugyan a keretenkénti becslések szorzdsanal, de csak kicsivel. A hatvanyozésos és gyokvonasos vizsgéla-
tokbdl arra kovetkeztethetiink, hogy a valdsziniségek naiv Bayes-feltételezésbdl eredd alulbecslése
egyaltalan nem artalmas a szegmentumhatdrok megtalalasara nézve; sot, a hasonlé jellegli torzitas
mesterséges el6idézése még javitott is a szegmentum-alapu modell dekddolasi képességén. Az eredmé-
nyek ravildgitanak arra, hogy a jobb szegmentum-osztalyozasi képesség (Id. szegmentélis modell) nem
hozza automatikusan magdval a felismerési eredmények javulasat — a szegmentélasi probléma hatékony
kezelése legalabb olyan fontos. Mig a HMM — a naiv Bayes-feltevésnek koszonhetden — ezt a feladatot
automatikusan megoldja, addig a szegmentum-alapu rendszerekben erre kiilon oda kell figyelni.

A naiv Bayes-feltételezésre vonatkozé okfejtésiinket és kisérleteinket [18]-ban publikaltuk.



Az atlagolés HMM/ANN hibrid

A szegmentum-alapi modell gyengeségeivel szembesiilve ligy dontottiink, hogy visszatériink a keret-
alapi megkozelitéshez. Mivel tovabbra is neuronhalékat szandékoztunk hasznalni, természetes, hogy
figyelmiink a HMM/ANN hibrid modellek felé fordult. Megériztiik viszont specidlis érdeklédésiinket
a keretek naiv Bayes-feltételezéstdl eltér6 mddon valé kombinaldsa irant. Megtartottuk tovabba
a dekédolasi folyamat tényezbinek a szegmentdlis rendszerrel végzett kisérletek soran elsajatitott
értelmezését. Egész pontosan, megkiséreltiik beazonositani, hogy a keretalapd HMM/ANN hibrid-
ben mely komponensek felelnek meg a szegmentalis modell szegmentum-osztalyozdjanak, illetve szeg-
mentalasi valdsziniségének. A két rendszer parhuzamba allitasa egészen érdekes kovetkezetésekhez,
valamint egy Ujszerli modellhez vezetett, melyet 'atlagolés hibridnek’ fogunk nevezni.
A HMM /ANN hibrid modellben [3] a HMM-ben hasznalt (3) alatti képletet lecseréljik a

p(Xilus) o H “"3“"] (8)
J=8i—1
formulara, ahol P(u;|x)-et neuronhalékkal kozelitjiik. A bal oldalon a Bayes szabalyt alkalmazva némi
atrendezések utdn azt kapjuk, hogy P(u;|X;) — azaz a szegmentalis modell beszédhang-osztalyozdja
(vo. (5)) — a hibridben a kovetkezé médon all elé:

Si—l
P(ui)l(i)_l !
ahol [(7) a szegmentum hossza. Az osztalyozék kombindcidjaval foglalkozé irodalomban (9) gy ismert,
mint a posterior valésziniiségi becslések kombindlasara vonatkozé szorzdsi szabdly.
A hibrid modell bevezetéi a P(ui)l(i)_1 tényezdvel vald osztas sziikségességét kétségesnek itélték

Pu;] X;) =~

[3]. A szorzasi szabalynak ezen osztas nélkiil el63llé verzidjat egyszeriisitett szorzdsi szabalynak fogjuk
nevezni. Egy tovabbi lehetdség a keretenkénti becslések atlagoldsa, amelyet dtlagoldsi szabalyként
fogunk emlegetni. Ez utdbbi két szabaly képlettel:

8;—1 8;—1
4 o Pluglxs
Pl X))~ ] Plulzy) il PlulX:) ~ Z”zll(i)( | ‘7). (10)

Tovabbi fontos megjegyzés, hogy az atlagolds garantélja, hogy a P(u; = ci|X;) becsléseket
az oOsszes {ci,...,cx } osztalycimkére Osszeadva l-et kapunk, a két szorzdsi szabdly viszont nem.

] 8i—1

Ezért bevezettiink két tovabbi kombinacids szabalyt, a normalizalt szorzasi szabalyt és a normalizalt
egyszerlisitett szorzdsi szabalyt, amelyek a két szorzasi szabdlyt kiegészitik egy normalizalasi 1épéssel.

Kétféle tesztet végeztitk annak megéllapitasara, hogy melyik szabély eredményezi a legjobb beszéd-
hang-modellt. Az egyik ezek korll természetesen a beszédhang-osztdlyozasi hatasfok lemérése volt.
A naiv Bayes-feltevés elemzésekor viszont mar megtanultuk, hogy a jé osztélyozési képesség nem
feltétlendl jelent pontos valdszinliségi becslést. Ezért egy masik médszert is kiprébaltunk, ami remélhe-
toleg jobban méri a valészinliségi becslések pontossagat. Ez utébbi mddszer a valdszinliségek margina-
lizélasan, egész pontosan az [ p(x)P(ulz)dx = P(u) dsszefiiggésen nyugszik. E képlet bal oldalara
kapunk egy kozelitést, ha atlagoljuk a kombinacés szabdlyok kimenetét az adatbazison, mig a jobb



| Kombinacids szabaly | PRER |  MSE |

szorzasi szabdly 43.19% | 8.12- 1011°
egyszerlsitett szorzasi szabaly 42.44% | 7.16-107*
atlagolasi szabaly 43.29% | 5.77-107°
normalizalt szorzési szabély 43.19% | 1.34-10~*
normalizdlt egyszeriisitett szorzasi szabdly | 42.44% | 5.09 - 10~°

8. tablazat. Beszédhang-osztélyozési hibaaranyok (PhER), valamint a P(u) és 33, Plulw)de
becslések négyzetes kiilonbsége (MSE) az egyes kombinacids szabalyok esetén

oldal egyszer(i leszdmolassal becslilhetd. A két érték eltérésébol tudunk kovetkeztetni a kombindcids
szabdlyok pontossagara.

A 8. tabldzat mutatja az osztdlyozasi, illetve a marginaliziciés kisérlet eredményét az MTBA
korpuszon. Az osztalyozési eredmények gyakorlatilag megegyeznek, mig a marginalizéciés vizsgalat
arra utal, hogy a normalizalt szabalyok pontosabb valésziniiségi becsléseket nydjtanak.

A kovetkezd |épésként megvizsgaltuk, hogyan viselkednek kombindcids szabélyaink, ha a fela-
dat beszédhang-sorozatok felismerése. Ezt az akadalyt csak a szorzasi és az egyszeriisitett szorzasi
szabaly vette, a harom normalizalt szabaly katasztréfalis eredményeket adott. Mivel az osztalyozdsban
utébbiak semmivel sem voltak rosszabbak, arra kellett gondolnunk, hogy valamiért képtelenek a helyes
szegmentalads megtaldldsara. Masszéval, ideje volt azonositanunk a hibrid modellben a szegmentum-
alapu modell szegmentaldsi valésziniiségének megfeleléjét. Mivel a normalizalas tonkretette a szorzasi
szabalyok dekddoldsi képességét, j6 okunk volt megvizsgalni a normalizalé tényezot.

Abbdl kiindulva, hogy a neuronhdlé egyes osztélyokhoz tartozé kimeneteinek osszege mindig 1,
konnyen levezethetjiik az egyszerlisitett szorzasi szabaly altal adott szegmentélis posterior valészinlisé-
gek osszegét. Erre az alabbit kapjuk:

K Si—l
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Szavakban kifejezve, a jobb oldalon szereplé szumma csupa olyan szorzatot tartalmaz, amelyekben
a ¢y, osztalycimkék keverednek. Ez az osszeg anndl nagyobb, minél nagyobb az ellentmondds az egyes
keretek alapjan kapott valdszinliségi becslések kozott. Kovetkezésképp, (11) értelmezhetd a P(S;|X;)
szegmentum-valdszinliség egy lehetséges kozelitéseként. Vagyis elmondhatjuk, hogy megtaldltuk az
egyszerUsitett szorzdsi szabdlyra épuld hibrid modell szegmentalasi valdszinlséget megadd tényezdjét:
ez inherens médon benne van magaban a kombinacids szabdlyban annak koszonhetéen, hogy az egyes
osztalycimkékhez rendelt valdszinliségek osszege nem 1! Ugy is fogalmazhatunk, hogy a hibrid a
normalizalt egyszerlisitett szorzasi szaballyal kozeliti P(u;|X;)-et és (11)-gyel P(S;|X;)-t.

A fenti okoskodas igazoldsa céljabdl megvizsgaltuk, vajon (11)-et hasznédlva P(S;|X;) becslésére
képessé valik-e az atlagolds szabaly beszédhang-, ill. széfelismerésre. Mint a 9. tablazat mutatja, az igy
eléallt ‘atlagolds hibrid’” mindkét feladatban a legjobbnak bizonyult (ismétcsak az MTBA adatbézison).

Az adtlagolés hibrid alapctletét a [19] publikdcioban vazoltuk fel.
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Modell H HMM ‘ Szorzéas ‘ Egysz. szorzas ‘ Atlagolas ‘

CORRECT | 56.29% | 56.82% |  57.46% 57.01%
ACCURACY || 46.38% | 46.44% |  47.71% 47.92%
[ Modell [WER |
HMM 4.80%
hagyomanyos hibrid | 4.57%
atlagolds hibrid 3.20%

9. tablazat. A hibrid modellek hang- ill. széfelismerési teljesitménye az MTBA korpuszon

Explicit hosszmodellek alkalmazasa HMM/ANN hibridekben

A magyarban a hosszusag fonoldgiai megkulonbozteto jegy, ezért fontos lenne precizen modellezni.
A HMM azonban elég pontatlanul irja le a hangok hosszat. Habar az allapotatmenet-valdsziniiségek
szorzata értelmezhetd gy, mint egy geometriai (vagy exponencidlis) eloszlasra épiilé hosszmodell, az
exponencidlis eloszlds nagyon rossz kozelitését adja a hanghosszoknak. Masrészt az is kozismert, hogy
az allapotatmenet-értékekenek jéforman semmi hatasuk sincs a felismerés pontossagara [4].

A fenti allitdsok letesztelése céljabdl tobbféle hosszmodellt is kiprébaltunk a HMM/ANN hibri-
dekbe integralva. Mind a hagyomanyos (szorzason alapuld), mind az atlagolés hibridet megvizsgaltuk
e szempontbdl. A hosszmodell altal adott értékeket egy jél belétt ap hatvanyra emeltik, ezutén
szorzas Gtjan kombindltuk a P(u;|X;) - P(S;|X;) komponenssel. A hosszmodell mellett egy I hang-
beszlrast biintetd konstanssal is kibovitettik a modellt. Az app és I konstansok optimalis értékének
megtalalasara a SNOBFIT nevii globélis optimalizalé algoritmust hasznaltuk [8].

Hosszmodellként a kovetkezd fuggvényeket prébéltuk ki. Legeldszor is leteszteltiik a felismerdket
hosszmodell nélkiil — az igy kapott felismerési eredmények Osszehasonlitasi alapként szolgaltak. A
kovetkezo kisérletben exponencidlis hosszmodelleket hasznaltunk, beszédhangonként egyet-egyet. Ez a
beallitds megfelel a HMM-ek szokvanyos hosszmodellezési médjanak. Megprébaltunk tovabba egyetlen
kozos exponencialis hosszmodellt haszndlni az osszes beszédhanghoz, valamint kiterjeszteni az expo-
nencidlis hosszmodellt egy (4 keretnyi) minimumhossz-megkotéssel. Végezetiil, kisérleteket végeztiink
a gamma-hosszmodellel, amely gamma-eloszlast illeszt a hanghosszok hisztogramjara [14]. A 2. dbra
szemlélteti, mennyire j6l vagy rosszul kozelitik az egyes modellek egy konkrét hang hosszeloszlasat.
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2. abra. Beszédhang hossz-hisztogramjanak kozelitése kiilonféle hosszmodellekkel
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Hagyomanyos hibrid Atlagolés hibrid
Hosszmodell ap \ Ji \ WER ap \ Ji \ WER
Hosszmodell nélkl - 1.511 | 5.80% - 0.254 | 4.87%
Kozos exponencialis | 0.266 | 2.036 | 5.80% 0.934 | 0.806 | 4.87%
Exponencialis 0.340 | 3.804 | 5.80% 0.560 | 1.098 | 4.87%
Gamma modell 0.382 | 3.311 | 5.10% 0.306 | 0.415 | 3.94%

10. tablazat. Széfelismerési hibaarany (WER) ap és I optimalizaldsa utdn

Elég nyilvanvald, hogy a gamma modell adja messze a legjobb kozelitést. Az el6zetes kisérletekben
a hangok minimalis hosszara adott korlatozé feltétel mindig javitott a felismerési eredményeken. Mivel
emellett jelentdsen fel is gyorsitja a felismerést, ezért az ‘éles’ kisérletekben mindig alkalmaztuk.

Az MTBA korpuszon kapott széfelismerési eredményeket a 10. tablazatban lathatjuk. A szdmok
azt mutatjak, hogy — j6l megvalasztott avp és I értékek esetén — hosszmodell nélkil is pontosan olyan
eredmények hozhatdék ki, mint a kétféle exponencidlis hosszmodellel. Csak a gamma hosszmodell
tudott a tobbiekénél jobb eredményt elérni — utébbi viszont mind a hagyomanyos, mind az atlagolés
hibrid teljesitményén javitott.

A hosszmodellekkel végzett kisérleteket [19]-ben publikaltuk.

HMM/ANN hibridek tanitasa tjramintavételezéssel

Jelen disszertaciéban mindenutt neuronhdldkat alkalmaztunk az oszalyok posterior valdszintiségének
becslésére. A neuronhaldk ilyetén felhasznalasat egy elméleti eredmény teszi lehetové, amely bizonyitja,
hogy megfelel6 feltételek esetén a neuronhald kimenetei az egyes osztalyok valdsziniiségeit adjak meg
[2]. A gyakorlatban azonban a bizonyitdsban szerepld feltételek — végtelen sok tanité adat, tobbek
kozott — nem teljesitheték. fgy a halé a valésagban csak kozelitéseket nyujt — melyek pontatlansaga sok
esetben karakterisztikus. Egy ilyen esetre példa, amikor a kiilonbozé osztalyokbdl rendelkezésiinkre allé
tanitépéldak szdma nagyon eltéré. Gyakran tapasztaljuk ilyenkor, hogy a kevés példaval reprezentalt
osztalyokat a halé hajlamos rosszabbul megtanulni. Gyakori megoldas erre ezen osztalyok példait
tobbszor beadni a haléba. Ezeket a technikakat osszefoglalé néven 'Gjramintavételezési eljarasoknak’
nevezi az irodalom [22]. Ezek kozil mi konkrétan egyetlen technikaval, az Gn. 'valdészin(iségi min-
tavételezéssel’ [11] foglalkoztuk, pontosabban megvizsgaltuk annak alkalmazhatésiagdt a HMM/ANN
hibridek neuronhalé-komponensének betanitdsdban. Ez a mddszer két 1épésben valasztja ki a kovet-
kezb tanitpéldat: elbszor egy cj osztalyt vélaszt valamely P’'(cy) eloszldst kovetve, majd egy konrét
tanitopéldat ebbdl az osztalybdl a p(x|c) eloszlds alapjan.

El8szor is megnéztiik, hogyan befolydsolja a P’(cy) eloszlds megvalasztésa a posterior valdsziniisé-
gek kozelitésére vonatkozé tételt. Konnyen beldthatd, hogy altalanos esetben a tanitépéldak eloszlasa-
nak manipulalasa érvényteleniti a tételt. Van azonban két specidlis eset, amelyekr6l tudunk mondani
valamit. Az egyik természetesen az, amikor P'(c;) megegyezik P(cy)-val, az osztalyok természetes
eloszlasaval. llyenkor a valdsziniiségi mintavételezési séma ugyanazt a példaeloszlast eredményezi, mint
a hagyomanyos 'teljes mintavételezés', igy a halé kimenetei a P(ci|r) értékeket kozelitik. A masik
specidlis eset, amikor P'(ci) = % vagyis egyforma valdsziniiséggel valasztjuk az egyes osztélyokat.
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Ezt az esetet 'osztalyonkénti mintavételezésnek' neveztiik el és megmutattuk, hogy ilyenkor a neu-
ronhalé kimenetei p(x|cy)-szel ardnyos értékeket adnak. Emlékezziink vissza rd, hogy a hagyomanyos
hibridnek pontosan ilyen értékekre van sziiksége, s ezeket a P(ci|x)/P(c) tort formajaban éllitja
elé (Id. (8)). A valdszinliségi mintavételezési séma egy alternativ megoldast kinal: a halét tanithatjuk
osztalyonkénti mintavételezéssel, s ez esetben a P(cg)-val valé osztasra sem lesz sziikség.

A bizonyitas osztalyonkénti mintavételezéshez igazitott valtozata pontosan ugyanazokat a gyakor-
latban teljesithetetlen feltevéseket tartalmazza, mint az eredeti. A kisérletekben ezért egy folytonos
dtmenetet 4llitottunk el8 a két specidlis eset kozott P'(c)-et (1 —N\)P(ck) +)\% alakban felirva, ahol
A-t 0 és 1 kozott valtoztattuk. A felismerdt minden A értéknél lefuttattuk a P(cy)-val vald osztassal és
anélkil is. A 3. abra osszegzi az MTBA korpuszon elért széfelismerési pontossagokat. Az eredmények
azt mutatjak, hogy nem azokkal a X értékekkel — A = 0.0 és A = 1.0 — kaptunk optimalis teljesitményt,
amelyekkel a tételek szerint kellett volna, hanem a két végpont kozé esé bedllitasokkal. Ez a példa jdl
érzékelteti a beszédfelismerés elmélete és gyakorlata kozt gyakran tapasztalt kiilonbséget.

Az djramintavételezéses tanitdsi sémaval végzett kisérleteket [20]-ban publikaltuk.

Osszegzés

A Szerz4 véleménye szerint a disszertacié legfontosabb eredményét nem a javasolt modellek maguk
képezik, hanem az altaluk nyert betekintés a felismerék mitkodésébe. A szegmentum-alapi modell
ravilagitott, hogy a fonetikai szegmentumok osztalyozdsa a HMM-nél jéval egyszeriibb és ésszeriibb
médszerrel is megoldhatd. Habar a dekddolasi feladatokban a szegmentalis rendszer nem viselkedett
tul meggy6zoen, az dltala nyljtott latasmdd segitett jobban megérteni, hogyan mitkodnek a keretalapu
rendszerek. Mind a hagyomanyos HMM-et, mind a HMM /ANN hibridet megvizsgaltuk a szegmentum-
alapu szemszogbdl, s mindkét esetben azt taldltuk, hogy a keret-valdszinliségek szorzassal torténé kom-
bindlasa oldja meg a szegmentalast is, nem csak a szegmentumok osztalyba sorolasat. Figyelembe véve,
hogy a hangok osztalyozdsaban a szegmentalis modell és az &tlagolds is hasonléan j6l (vagy job-
ban) mikodott, mint a szorzds, Osszességében azt kell mondanunk, hogy a naiv Bayes-szabaly 6
hozzajaruldsa a felismeréshez nem az osztalyozds, hanem a szegmentalds megoldasaban rejlik. Ez elég
meglepd eredmény, s j6l mutatja, hogy néha érdemes egy régi problémat egy (i aspektusbdl megnézni.
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Az eredmények tézisszerii osszefoglalasa

Az aldbbiakban hét tézispontba rendezve Osszegezziik a Szerz6 kutatasi eredményeit.

L)

VIL)

A Szerzé osszedllitott egy fonetikai szegmentumok parametrizaldsara alkalmas szegmentalis
jellemzokészletet. A jellemzokészlet reprezentacids erejét tobbféle adatbéazison, tobbféle ta-
nuldalgoritmussal kombinalva tesztelte. Ezek alapjan azt taldlta, hogy a jellemzokészlet segitsé-
gével altalaban jobb beszédhang-felismerési eredmények érhetdk el, mint a hagyomanyos HMM
beszédhangmodellekkel.

A Szerzé kilonféle, az un. ‘antifén’ koncepcién alapuld stratégidkat fejlesztett ki a posterior-
alapu szegmentilis beszédmodell szegmentalasi valdszinliségeket leird komponensének kozelité-
sére. A javasolt modellezési mddszerek beszédfelismerési képességeit tobb magyar beszédkorpu-
szon is kiértékelte.

A Szerz6 megvizsgalta a replikator neuronhaldk alkalmazhatdsdgat a szegmentum-alap modell
szegmentalasi valdszintségének kozelitésére.

A Szerz6 tanulmdnyozta a naiv Bayes feltevés altal okozott modellezési torzitas kihatasat a HMM
beszédhangmodellek beszédfelismerési képességeire. A vizsgélatok alapjan amellett érvelt, hogy
a torzitds tulajdonsagainal fogva csak kis mértékben artalmas a HMM beszédhang-azonositasi
képességére nézve, mikozben szamottevéen segiti a modellt a beszédjelek fonetikai szegmen-
tumokra tagoldsaban. Az eredmények megmagyardzzdk, hogyan lehet képes a HMM nagyon
j6 felismerési eredmények elérésére annak ellenére, hogy a valdsziniiségi becslései meglehetdsen
pontatlanok.

A Szerzé megvizsgalta a HMM/ANN hibrid modell miikodését, Gsszevetve azt a szegmentum-
alapd modellel. A levont kovetkeztetések alapjan bevezetett egy Ujszer( hibrid struktirat, amely
a keretekhez rendelt posterior valdsziniiségi értékeket szorzds helyett atlagoldssal kombinalja.
Felismerési kisérletekkel igazolta, hogy az ‘atlagolds hibrid’ hasonlé vagy jobb felismerési eredmé-
nyekre képes, mint a hagyomanyos hibrid.

A Szerz6 megvizsgalta a gamma-eloszlason alapuld explicit hosszmodellek alkalmazhatésagat
hibrid HMM/ANN beszédfelismerékben. Azt taldlta, hogy a gamma-eloszlast haszndlé hossz-
modell mind a hagyomanyos, mind az dtlagolds hibrid felismerési teljesitményén javit.

A Szerzé egy Ujramintavételezési séman alapuld tanitasi technoldgidt javasolt a hibrid model-
lekben alkalmazott neuronhaldk betanitasahoz. A kisérletekben a javasolt mddszer a felismerési
eredmények kis mérték(i javulasat eredményezte.

A kutatdsokbdl szarmazé publikdcidkat, valamint azok tartalmanak az egyes tézispontokhoz vald
viszonyat a 11. tabldzat tekinti at.
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